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АНОТАЦІЯ 

 

Яценко В.В. Система колективних рекомендацій на основі аналізу 

користувацьких вподобань на прикладі вибору кінематографічного 

контенту. Спеціальність 122 «Комп'ютерні науки», освітня програма 

«Комп'ютерні науки». Донецький національний університет імені Василя Стуса, 

Вінниця 2026. 

У кваліфікаційній (бакалаврській) роботі досліджено й систематизовано 

підходи до побудови рекомендаційних систем кінематографічного контенту, 

орієнтованих на колективний вибір. Розроблено векторне представлення фільмів 

і профілів користувачів у багатовимірному просторі ознак, формалізовано п'ять 

методів агрегації групових уподобань (середнє арифметичне, мінімальне 

незадоволення, максимальне задоволення, зважена агрегація та запропонована 

опукла комбінована стратегія) та сформульовано метрики оцінки якості й 

справедливості отриманих рекомендацій. На основі запропонованих моделей 

реалізовано клієнт-серверну систему «CineOpt», що складається з мобільного 

Android-клієнта та серверної частини мовою Kotlin з інтеграцією до сервісу The 

Movie Database (TMDB). 

Ключові слова: рекомендаційна система, колаборативна фільтрація, 

групові рекомендації, агрегація вподобань, косинусна схожість, 

кінематографічний контент. 

109 ст., 4 рис., 9 табл., 6 дод., 52 джерел. 

ABSTRACT 

Yatsenko V.V. A Group Recommendation System Based on Analysis of User 

Preferences Using Cinematic Content Selection as a Case Study. Specialty 122 

"Computer Science", educational program "Computer Science". Vasyl Stus Donetsk 

National University, Vinnytsia 2026. 

The qualification (bachelor's) thesis investigates and systematizes approaches to 

building cinematic recommendation systems oriented toward collective decision-

making. A vector representation of films and user profiles in a multi-dimensional 
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feature space is developed, five aggregation methods for forming group preferences 

are formalized (average, least misery, most pleasure, weighted, and the proposed 

convex combined strategy), and quality and fairness metrics for evaluating the resulting 

recommendations are formulated. Based on the proposed models, a client-server 

system named «CineOpt» is implemented, consisting of an Android mobile client and 

a backend developed in Kotlin with integration to The Movie Database (TMDB) 

service. 

Keywords: recommendation system, collaborative filtering, group 

recommendations, preference aggregation, cosine similarity, cinematic content. 
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ПЕРЕЛІК УМОВНИХ ПОЗНАЧЕНЬ, СИМВОЛІВ, СКОРОЧЕНЬ І 

ТЕРМІНІВ 

Перелік містить скорочення та умовні позначення, що повторюються в 

тексті роботи не менш ніж тричі. 

Скорочення предметної області 

• CF – Collaborative Filtering (колаборативна фільтрація) 

• CBF – Content-Based Filtering (фільтрація на основі вмісту) 

• GRS – Group Recommender System (групова рекомендаційна система) 

• RS – Recommender System (рекомендаційна система) 

• MCDM – Multi-Criteria Decision Making (багатокритеріальне прийняття 

рішень) 

• SDS – Social Decision Scheme (схема соціального прийняття рішень) 

Технологічні скорочення 

• API – Application Programming Interface (програмний інтерфейс 

застосунку) 

• REST – Representational State Transfer (архітектурний стиль розподілених 

систем) 

• HTTP – HyperText Transfer Protocol (протокол передачі гіпертексту) 

• HTTPS – HTTP Secure (HTTP з обов'язковим TLS-шифруванням) 

• TLS – Transport Layer Security (протокол захисту транспортного рівня) 

• JWT – JSON Web Token (стандарт токенів автентифікації) 

• JSON – JavaScript Object Notation (формат серіалізації даних) 

• JSONB – Binary JSON (бінарне представлення JSON у PostgreSQL) 

• SQL – Structured Query Language (мова структурованих запитів) 

• ACID – Atomicity, Consistency, Isolation, Durability (властивості транзакцій 

бази даних) 

• СКБД – Система керування базами даних 

• UUID – Universally Unique Identifier (універсальний унікальний 

ідентифікатор) 
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• MVVM – Model-View-ViewModel (архітектурний паттерн розробки 

клієнтських застосунків) 

• UI – User Interface (інтерфейс користувача) 

• UX – User Experience (досвід користувача) 

• SDK – Software Development Kit (набір засобів розробки) 

• JVM – Java Virtual Machine (віртуальна машина Java) 

• DNN – Deep Neural Network (глибока нейронна мережа) 

• GNN – Graph Neural Network (графова нейронна мережа) 

• LLM – Large Language Model (велика мовна модель) 

Назви сервісів та платформ 

• TMDB – The Movie Database (онлайн-база даних кінематографічного 

контенту) 

• IMDb – Internet Movie Database (онлайн-база даних кіно та телесеріалів) 

• PWA – Progressive Web Application (прогресивний веб-застосунок) 

Стандарти 

• ДСТУ – Державний стандарт України 

Математичні позначення 

• d – розмірність простору ознак 

• M – множина фільмів каталогу системи 

• U – множина зареєстрованих користувачів системи 

• G – група користувачів 

• N – кількість учасників групи 

• 𝒗𝑚 – вектор ознак фільму m 

• 𝒑𝑢 – вектор вподобань користувача u 

• 𝒑𝐺 – груповий вектор вподобань 

• 𝑹𝒖 – множина фільмів, оцінених користувачем u 

• 𝒓{𝒖,𝒎}– оцінка, надана користувачем u фільму m 

• 𝒘{𝒖,𝒎} – нормалізована вага оцінки користувача u фільму m 

• 𝜶𝒌 – ваговий коефіцієнт учасника 𝑢𝑘 у зваженій агрегації 
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• β – параметр пом'якшення в комбінованій стратегії агрегації 

• 𝜸𝒊 – вагові коефіцієнти комбінованої метрики якості (i = 1, 2, 3) 

• 𝒔𝒊𝒎𝒄𝒐𝒔 – функція косинусної схожості 

• sat(u, m) – функція індивідуальної задоволеності користувача u від фільму 

m 

• avgSat – метрика середньої групової задоволеності 

• minSat – метрика мінімальної індивідуальної задоволеності в групі 

• fairnessGap – метрика розриву справедливості 

• Q(G, m) – комбінована метрика якості групової рекомендації 

• O(·) – асимптотичне позначення обчислювальної складності 
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ВСТУП 

 

Актуальність теми дослідження. Поширення стрімінгових платформ, 

цифрових кінотеатрів та сервісів on-demand перегляду протягом останнього 

десятиліття призвело до експоненційного зростання обсягів кінематографічного 

контенту, доступного пересічному користувачеві. Каталоги провідних сервісів 

сягають десятків і сотень тисяч одиниць, що робить неможливим самостійний 

огляд та порівняння всіх потенційно цікавих для глядача стрічок. Особливої 

актуальності в цих умовах набувають рекомендаційні системи – програмні 

засоби, що автоматично формують релевантні пропозиції на основі профілю 

користувача, історії його взаємодій із контентом та зіставлення з поведінкою 

інших користувачів [1][2]. Сучасні підходи до побудови таких систем 

охоплюють методи колаборативної фільтрації, фільтрації на основі вмісту та 

гібридні моделі, доповнені засобами глибокого навчання [3][4]. 

Водночас більшість наявних рекомендаційних рішень орієнтовані 

виключно на індивідуальний профіль користувача та залишають поза увагою 

сценарії спільного перегляду, які є типовими в повсякденному вжитку. Перегляд 

фільмів у колі друзів, сім'ї чи романтичних відносинах потребує не 

індивідуальної, а колективної рекомендації – такої, що враховує вподобання 

кількох учасників одночасно та забезпечує прийнятний для всіх компроміс. 

Окремим класом рекомендаційних систем, орієнтованих на цей сценарій, є 

системи колективних (групових) рекомендацій, ключовим етапом яких є 

агрегація індивідуальних профілів учасників у єдиний груповий вектор переваг 

[5][6]. Дослідження останніх років свідчать про неоднозначність вибору стратегії 

агрегації: класичні підходи – середнього арифметичного, мінімуму та максимуму 

– мають істотні обмеження щодо балансу між загальною релевантністю групової 

рекомендації та справедливістю стосовно окремих учасників [7][8]. 

Існуючі рішення на ринку – як-от Letterboxd, IMDb чи нішеві додатки на 

кшталт Moku Movie Match – частково покривають потребу спільного вибору, 

проте здебільшого зводяться до обміну списками бажаного або до інтерфейсів 
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«свайп-співпадіння», де групова рекомендація не базується на математично 

обґрунтованому моделюванні вподобань. Це створює простір для дослідження 

та розробки системи, яка поєднує переваги векторного представлення фільмів, 

кількісну формалізацію методів агрегації та практичну реалізацію у вигляді 

доступного для кінцевого користувача мобільного програмного продукту. 

Водночас впровадження таких систем дозволяє не лише підвищити якість 

спільного дозвілля, а й сформувати методологічну основу для розширення 

підходу на інші предметні області, що потребують колективного вибору в умовах 

багатокритеріальності. 

Мета дослідження – розробити систему колективних рекомендацій 

кінематографічного контенту, що ґрунтується на векторному представленні 

вподобань користувачів і методах їх агрегації, забезпечуючи баланс між 

загальною релевантністю групової рекомендації та задоволенням окремих 

учасників. 

Завдання дослідження: 

− проаналізувати предметну область рекомендаційних систем, 

визначити їхні основні класи та сформулювати особливості групових 

рекомендацій; 

− здійснити огляд та порівняльний аналіз існуючих програмних 

аналогів, виявити їхні переваги, недоліки та невирішені проблеми; 

− обґрунтувати вибір технологічного стеку та джерела даних для 

реалізації системи; 

− формалізувати векторне представлення фільмів і профілів 

користувачів у багатовимірному просторі ознак; 

− дослідити та математично описати методи агрегації індивідуальних 

векторів вподобань у груповий профіль, а також метрики оцінки якості та 

справедливості отриманих рекомендацій; 

− спроєктувати архітектуру програмної системи та структуру бази 

даних; 
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− реалізувати клієнт-серверну систему з мобільним Android-клієнтом і 

серверною частиною; 

− провести функціональне та модульне тестування розробленого 

програмного продукту. 

Об'єкт дослідження – процес формування персоналізованих 

рекомендацій кінематографічного контенту для груп користувачів. 

Предмет дослідження – методи векторного представлення вподобань та 

алгоритми агрегації індивідуальних профілів у груповий вибір. 

Теоретичне та практичне значення одержаних результатів. Теоретичне 

значення роботи полягає в систематизації методів агрегації індивідуальних 

векторів вподобань у системах групових рекомендацій, у формалізації метрик 

якості та справедливості групових рекомендацій, а також в обґрунтуванні 

концепції комбінованого підходу, що поєднує переваги зваженої агрегації з 

принципом мінімального незадоволення учасників. Практичне значення роботи 

виражається в розробці працездатного клієнт-серверного програмного продукту 

«CineOpt», який реалізує запропоновані моделі та може бути використаний як 

для безпосереднього спільного підбору фільмів кінцевими користувачами, так і 

як методологічна основа для побудови аналогічних систем у суміжних 

предметних областях. 

Апробація результатів дослідження. Результати дослідження 

апробовано на трьох науково-практичних конференціях у 2026 році: VII 

Всеукраїнській науково-практичній конференції «Прикладні інформаційні 

технології» (Донецький національний університет імені Василя Стуса, м. 

Вінниця, травень 2026 р.) з доповіддю «Порівняльний аналіз методів агрегації у 

системах колективних рекомендацій» [9]; XVI Міжнародній науково-практичній 

інтернет-конференції «Тенденції та перспективи розвитку науки і освіти в 

умовах глобалізації» (ГО «Молодіжна наукова ліга», червень 2026 р.) з 

доповіддю «Кількісна оцінка стратегій агрегації в системах колективних 

рекомендацій» [10]; Регіональній науково-практичній інтернет-конференції 

«Молодь в науці: дослідження, проблеми, перспективи» (Вінницький 
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національний технічний університет, червень 2026 р.) з доповіддю 

«Інкрементальний алгоритм оновлення векторного профілю користувача в 

системі рекомендацій кінематографічного контенту» [11]. 

Структура кваліфікаційної (бакалаврської) роботи. Робота складається 

зі вступу, трьох розділів, висновків, списку використаних посилань (42 

найменування) та 6 додатків. Загальний обсяг роботи – 103 сторінок, у тому числі 

13 рисунків і 9 таблиць. 
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РОЗДІЛ 1 АНАЛІЗ ПРЕДМЕТНОЇ ОБЛАСТІ РЕКОМЕНДАЦІЙНИХ 

СИСТЕМ ДЛЯ КІНЕМАТОГРАФІЧНОГО КОНТЕНТУ 

1.1 Огляд рекомендаційних систем: класифікація та особливості 

Інформаційне перевантаження є однією з ключових проблем сучасного 

цифрового середовища. Зростання обсягів доступного контенту в інтернет-

сервісах випереджає здатність окремого користувача самостійно його 

опрацьовувати, що породжує потребу в автоматизованих засобах фільтрації та 

підбору релевантної інформації. Саме на розв'язання цього класу задач 

спрямовані рекомендаційні системи – програмні засоби, що використовують 

відомості про користувача, історію його взаємодій із контентом та інформацію 

про самі об'єкти, аби сформувати персоналізований перелік релевантних 

пропозицій [1]. На відміну від класичних інформаційно-пошукових систем, які 

надають користувачеві відповідь на сформульований запит, рекомендаційні 

системи діють проактивно – самостійно визначають, які об'єкти можуть 

зацікавити користувача, та пропонують їх у вигляді ранжованого списку. 

Перші концептуальні роботи у сфері рекомендаційних систем з'явилися в 

середині 1990-х років разом із розвитком електронної комерції, цифрового 

медіаконтенту та платформ соціальних мереж. Огляд еволюції цієї галузі від 

алгоритмоцентричних підходів до орієнтованих на користувацький досвід 

наведено в роботі [12]. Узагальнений огляд цієї галузі дослідження подано в 

роботі Адомавічуса та Тузіліна, в якій сформовано класичну класифікацію 

існуючих підходів за трьома основними категоріями: фільтрація на основі 

вмісту, колаборативна фільтрація та гібридні моделі [1]. Ця класифікація 

залишається базовою і донині, попри суттєвий розвиток методів машинного 

навчання та появу нових підкласів, орієнтованих на глибокі нейронні мережі й 

контекстуально залежні рекомендації [4][13]. Сучасні огляди розширюють її, 

охоплюючи перехід від класичних веб-рейтингів до соціальних мереж і 

застосувань Інтернету речей [14]. 

Фільтрація на основі вмісту (content-based filtering) ґрунтується на 

безпосередньому аналізі властивостей об'єктів, з якими користувач взаємодіяв у 
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минулому. Кожен об'єкт у цьому підході описується набором ознак – для фільмів 

це жанри, ключові слова, рік випуску, тривалість, склад акторів та інші метадані. 

Профіль користувача формується як узагальнене представлення тих ознак, що 

характеризують об'єкти, оцінені ним позитивно. Релевантність нового об'єкта 

обчислюється шляхом порівняння його ознакового вектора з вектором профілю 

користувача за допомогою однієї з метрик схожості – найчастіше косинусної 

відстані, коефіцієнта Жаккара або кореляції Пірсона [15]. Сильною стороною 

цього підходу є його незалежність від кількості користувачів системи: 

рекомендація може бути сформована навіть для одного користувача без знання 

про вподобання інших. Водночас цей метод має суттєві обмеження, серед яких 

надмірна гомогенність рекомендацій (так звана «фільтраційна бульбашка»), 

залежність якості від повноти метаданих про об'єкти та ускладнення в 

моделюванні складних, неявних аспектів смаку. 

Колаборативна фільтрація (collaborative filtering) натомість не 

використовує внутрішні характеристики самих об'єктів, а ґрунтується на 

припущенні про схожість смаків між користувачами: якщо двоє користувачів 

виявили подібні вподобання щодо певної множини об'єктів, з високою 

ймовірністю їхні майбутні вподобання також збігатимуться. У межах цього 

підходу виокремлюють два основні напрями. У моделях, орієнтованих на 

користувачів (user-based CF), система визначає підмножину користувачів, 

найближчих до цільового за історією оцінок, та прогнозує оцінку для нових 

об'єктів на основі їхніх вподобань. У моделях, орієнтованих на об'єкти (item-

based CF), формулювання задачі дзеркальне: система шукає об'єкти, схожі за 

паттерном оцінок між користувачами, та рекомендує саме їх [16]. Окрему групу 

методів колаборативної фільтрації становлять моделі на основі латентних 

факторів, серед яких найбільшу популярність здобула матрична факторизація, 

поширена Єгудою Кореном та співавторами після конкурсу Netflix Prize [17]. Ці 

моделі представляють користувачів та об'єкти як вектори в низьковимірному 

латентному просторі, де компоненти не мають заздалегідь визначеної семантики, 

а формуються автоматично під час оптимізації функції втрат на наявних оцінках. 
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Перевагами колаборативної фільтрації є її здатність виявляти нетривіальні 

зв'язки між об'єктами, що не очевидні з їхніх метаданих, та формувати 

серендиптичні рекомендації – пропозиції, які користувач навряд чи знайшов би 

самостійно, але які виявляються йому близькими. Водночас цей підхід має й 

суттєві обмеження. Найвідомішим серед них є проблема «холодного старту» 

(cold-start problem), що виникає у разі появи нового користувача без історії 

взаємодій або нового об'єкта, який ще не отримав оцінок [18]. Іншою 

фундаментальною проблемою є розрідженість матриці оцінок: у реальних 

системах кожен користувач взаємодіє лише з мізерним відсотком доступних 

об'єктів, що ускладнює статистично надійне обчислення показників схожості [7]. 

Окремою категорією труднощів є обчислювальна складність методів: 

безпосереднє порівняння всіх пар користувачів або об'єктів за великих обсягів 

даних стає неможливим без застосування додаткових технік оптимізації або 

апроксимації. 

Гібридні системи поєднують переваги обох описаних вище підходів, 

частково компенсуючи їхні слабкі сторони. У систематичному огляді Чано та 

Морісіо проаналізовано понад сотню різних архітектур гібридних 

рекомендаційних систем, які класифіковано за способом інтеграції компонентів 

– від паралельної комбінації двох незалежних моделей з подальшим 

зважуванням результатів до повністю інтегрованих архітектур, в яких ознаки 

одного підходу безпосередньо вбудовуються в обчислення іншого [3]. 

Дослідження засвідчують, що гібридні системи особливо ефективні в задачах, де 

доступні як багаті метадані про об'єкти, так і достатня історія користувацьких 

взаємодій – типовою ілюстрацією цього є саме сфера кіноконтенту, де 

платформи мають детальний опис кожного фільму та водночас акумулюють 

мільйони користувацьких оцінок [19]. 

Окрім трьох канонічних класів, у дослідженнях останніх років активно 

розвиваються підходи на основі глибоких нейронних мереж, контекстуально 

залежних та послідовні моделей. У глибоких моделях колаборативної фільтрації 

багатошарові нейронні мережі замінюють лінійні оператори матричної 
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факторизації, дозволяючи моделювати складні нелінійні залежності між 

користувачами та об'єктами [4]. Контекстно залежні моделі додатково 

враховують ситуативні фактори – час доби, місце розташування користувача, 

склад групи, з якою споживається контент. Послідовні моделі (sequential 

recommendation), що ґрунтуються на архітектурах рекурентних та 

трансформерних нейронних мереж, моделюють динаміку зміни вподобань 

користувача в часі [13]. Незважаючи на високу теоретичну виразність, ці моделі 

мають істотні практичні обмеження – насамперед значні обчислювальні витрати 

на навчання та потребу у великих обсягах даних, що ускладнює їх застосування 

в системах із поміркованим обсягом користувачів та обмеженою 

інфраструктурою. 

Експериментальні дослідження вітчизняних авторів підтверджують ці 

спостереження. У роботі [20] проведено порівняльний аналіз нейронної 

колаборативної фільтрації та глибокої матричної факторизації на наборі даних 

MovieLens; показано, що колаборативна нейронна модель демонструє кращі 

показники точності та повноти, тоді як матрична факторизація має переваги у 

масштабованості та обробці розріджених даних. Подібні висновки щодо 

ефективності гібридних моделей отримано у роботі [21] для задачі підбору 

відеоконтенту в системах розширеної реальності, де гібридне поєднання 

колаборативної фільтрації, knowledge-based підходу та глибокої нейронної 

мережі забезпечило найвищу точність порівняно з кожним методом окремо. 

Усі описані підходи розроблялися та оцінювалися переважно в контексті 

індивідуальних рекомендацій, тобто формування пропозицій для одного 

конкретного користувача. Проте значна частина практичних сценаріїв 

споживання кінематографічного контенту передбачає не індивідуальний, а 

спільний перегляд – у колі друзів, родини або романтичних відносинах. У таких 

умовах рекомендація має враховувати вподобання кількох учасників одночасно 

та забезпечувати прийнятний для всіх компроміс, що становить предмет 

окремого підкласу – систем групових рекомендацій. Особливості цього класу 
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систем та підходи до агрегації індивідуальних вподобань детально 

розглядаються в наступному підрозділі. 

1.2 Особливості групових рекомендаційних систем та підходів до 

агрегації вподобань 

Класичні рекомендаційні системи, розглянуті в попередньому підрозділі, 

формують пропозиції для одного користувача на основі його індивідуального 

профілю. Проте значна частина практичних сценаріїв споживання контенту є за 

своєю природою колективною. Перегляд фільму парою, родиною або компанією 

друзів, спільний підбір туристичної подорожі, вибір місця в ресторані або 

спортивної активності – усі ці ситуації мають спільну рису: підсумкове рішення 

повинно враховувати вподобання кількох учасників одночасно. У відповідь на 

цей запит у дослідженнях рекомендаційних систем сформувався окремий 

підклас – групові рекомендаційні системи (Group Recommender Systems, GRS), 

завданням яких є визначення єдиної релевантної альтернативи або їхньої 

ранжованої множини, що задовольняє групу в цілому [5][8]. Систематичний 

виклад методів, прикладних сценаріїв та відкритих проблем GRS представлено в 

монографії [22], що слугує базовою прикладом у галузі. 

Перехід від індивідуальних рекомендацій до групових принципово 

ускладнює задачу. Вподобання різних учасників можуть бути несумісними, 

конфліктними або такими, що відображають кардинально протилежні смаки. У 

такій ситуації навіть теоретично не існує рекомендації, що однаково 

задовольнила б усіх членів групи, а в загальному випадку – як показує класична 

теорема Ероу – не існує й універсального правила агрегації індивідуальних 

переваг, що одночасно задовольняло б базові аксіоми справедливості [6]. Цей 

теоретичний результат не є перешкодою для практичної розробки групових 

систем, проте він указує на принципову неможливість «оптимального» 

алгоритму та зумовлює існування багатьох альтернативних стратегій агрегації, 

кожна з яких відображає певний компроміс між загальною задоволеністю групи 

та справедливістю стосовно окремих учасників. 
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У дослідженнях групових рекомендаційних систем традиційно 

виокремлюють два основні типи груп. Сталі групи (persistent groups) 

характеризуються відносно стабільним складом учасників та наявністю 

достатньої історії спільних взаємодій із системою – це можуть бути, наприклад, 

тематичні онлайн-спільноти або родини, що регулярно користуються спільним 

обліковим записом стрімінгової платформи. Ситуативні групи (occasional 

groups), натомість, формуються ad-hoc для конкретної разової взаємодії – 

компанія друзів, що зібралася на один вечір переглянути фільм, туристи, що 

подорожують разом тиждень, або колектив, який обирає місце для 

корпоративного заходу [7]. Дослідження Yin та співавторів показує, що 

ситуативні групи становлять переважну більшість реальних сценаріїв групового 

вибору в споживчих застосунках та водночас є найскладнішим випадком для 

рекомендаційної системи: на відміну від сталих груп, які можуть трактуватися 

як умовний «віртуальний користувач» зі своєю історією оцінок, ситуативна 

група не має жодної історії взаємодій як цілого і фактично перебуває в стані 

«холодного старту» від моменту створення [7]. Саме до цього класу належать 

групи, для яких розробляється система в межах цієї роботи. 

Існує два принципово різні підходи до побудови групових рекомендацій. 

Перший – агрегація профілів (preference aggregation) – передбачає формування 

єдиного групового профілю з індивідуальних профілів учасників, після чого до 

отриманого профілю застосовуються стандартні алгоритми рекомендацій для 

одного користувача. Другий – агрегація рекомендацій (recommendation 

aggregation) – полягає в незалежному обчисленні індивідуальних 

рекомендаційних списків для кожного учасника з подальшим їх об'єднанням за 

певним правилом голосування або ранжування [23]. У контексті цієї роботи 

прийнято перший підхід, оскільки він обчислювально економніший – 

обчислення відстані до групового вектора виконується одноразово, тоді як 

агрегація рекомендацій потребує повторного обчислення для кожного учасника 

окремо, – а також природно поєднується з векторним представленням об'єктів, 

що використовується в індивідуальній частині системи. 
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Класичні стратегії агрегації, що використовуються у GRS, базуються на 

положеннях теорії соціального вибору та були систематизовані в працях Юдіт 

Мастхоф [5][6]. До найпоширеніших із них належать такі підходи. Стратегія 

середнього арифметичного (Average, або Additive Utilitarian) формує груповий 

вектор як покомпонентне середнє індивідуальних векторів учасників і 

максимізує сумарну задоволеність групи. Стратегія мінімального 

незадоволення (Least Misery) обирає для кожного виміру найменше значення 

серед усіх профілів та фактично надає кожному учасникові право вето на 

критично неприйнятні для нього характеристики. Стратегія максимального 

задоволення (Most Pleasure) діє за протилежним принципом, виокремлюючи 

найвиразніші вподобання групи без огляду на можливі конфлікти. Окрему групу 

становлять стратегії, що ґрунтуються на правилах голосування: Borda Count 

агрегує ранжовані переваги учасників, нараховуючи бали відповідно до місця 

альтернативи у списку кожного учасника, а Plurality Voting обирає 

альтернативу, що найчастіше посідає перше місце у списках. У реальних 

застосунках також поширені зважені варіанти агрегації, в яких внески окремих 

учасників мають нерівну вагу – наприклад, відповідно до рівня їхньої активності 

в системі, статусу в групі або довіри з боку інших учасників [5][6]. 

Попри широке використання, класичні стратегії агрегації мають істотні 

обмеження, що систематично документовані в дослідженнях останнього 

десятиліття. Yin та співавтори характеризують ці стратегії як занадто прості для 

моделювання реального процесу прийняття групових рішень, який є складним та 

неоднорідним залежно від контексту [7]. Аналогічна критика наводиться в 

роботі Emamgholizadeh та співавторів: класичні стратегії «механічно диктують 

груповий вибір за допомогою жорстко закодованих правил», тоді як реальні 

групи можуть користуватись різними стратегіями залежно від ситуації [8]. Окрім 

методологічної критики, виокремлюють і конкретні емпіричні проблеми. 

Стратегія середнього арифметичного оптимізує сумарну задоволеність, але може 

ігнорувати інтереси меншості, рекомендуючи об'єкти, які не подобаються нікому 

конкретно, але мають середню оцінку. Стратегія мінімального незадоволення 
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гарантує справедливість, але звужує множину рекомендованих об'єктів до 

компромісних варіантів, що часто є малоцікавими для більшості. Стратегія 

максимального задоволення нестійка до полярних вподобань усередині групи й 

може ускладнювати досягнення консенсусу. Жодна з класичних стратегій, узята 

окремо, не забезпечує одночасно високої релевантності та справедливості 

розподілу задоволеності між учасниками. 

У відповідь на ці обмеження в останні роки розвиваються щонайменше три 

напрями вдосконалення групових рекомендаційних систем. Перший напрям – 

застосування методів машинного навчання для самостійного виведення стратегії 

агрегації з даних, як це реалізовано в моделі CAGR на основі графових 

нейронних мереж і механізму самоуваги [7]. Другий напрям – використання 

великих мовних моделей як засобу імітації або генерації групових рекомендацій 

без явного формулювання стратегії агрегації. Експерименти Waterschoot та 

співавторів показують, що такі моделі здатні відтворювати класичні стратегії 

соціального вибору в умовах помірної складності групи, проте їхня точність 

помітно знижується при понад сто оцінок [5]. Окремим важливим аспектом є 

генерація пояснень групових рекомендацій – питання, систематично розглянуте 

в [24], де проаналізовано підходи до візуалізації агрегації вподобань та 

формування пояснень, зрозумілих усім учасникам групи. Систематичний підхід 

до інтеграції великих мовних моделей у архітектуру групових рекомендаційних 

систем розглянуто в роботі [25], де описано можливі ролі LLM-компонента – від 

виявлення індивідуальних вподобань через діалог до пояснення підсумкової 

групової рекомендації та медіації конфліктів усередині групи. Третій напрям – 

інтеграція принципів справедливості в саму процедуру агрегації. Дослідження 

останніх років формалізують поняття справедливої групової рекомендації через 

метрики розподілу задоволеності між учасниками, мінімальної задоволеності 

окремого члена групи та симетрії впливу на підсумковий вибір [26][27][28]. 

Окремо в роботі Quintarelli та співавторів запропоновано фреймворк, що поєднує 

множинні стратегії агрегації, надаючи групі змогу обирати між ними залежно від 

характеру задачі та власних пріоритетів [6]. 
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Підсумовуючи, групові рекомендаційні системи становлять окремий клас 

задач, що принципово відрізняється від індивідуальних рекомендацій як 

теоретично, так і на практиці. Більшість реальних сценаріїв спільного вибору 

кінематографічного контенту відповідає типу ситуативних груп, що не мають 

історії спільних взаємодій та потребують підходів, стійких до «холодного 

старту». Класичні стратегії агрегації – середнього арифметичного, мінімального 

незадоволення, максимального задоволення та зважена – залишаються базовим 

інструментарієм у цій сфері, проте мають взаємодоповнювальні слабкі сторони, 

що мотивує дослідження комбінованих підходів. Запропонована в цій роботі 

система реалізує саме такий підхід – використання класичних стратегій агрегації 

над векторним представленням вподобань з накладанням обмежень за критерієм 

мінімального незадоволення, що детально описано в розділі 2. 

Перш ніж переходити до математичної формалізації, варто розглянути 

наявні на ринку програмні продукти, що тією чи іншою мірою реалізують 

функціональність групового підбору кінематографічного контенту, аби 

визначити їхні сильні та слабкі сторони й сформувати функціональні вимоги до 

системи, що розробляється. 

1.3 Обґрунтування вибору засобів розробки 

Задача спільного підбору кінематографічного контенту вже неодноразово 

розв'язувалася на ринку, що зумовило появу низки програмних продуктів, які 

тією чи іншою мірою покривають окремі аспекти цієї проблеми. Існуючі рішення 

можна умовно поділити на три категорії за характером функціональності: 

соціальні каталогізатори та платформи для оцінювання фільмів, сервіси формату 

«Match-додатків» зі свайп-механікою та інструменти спільного синхронного 

перегляду. Жодна з цих категорій сама собою не покриває повну задачу 

персоналізованого групового підбору, тому доцільним є детальний аналіз їхніх 

сильних і слабких сторін. 

Соціальні каталогізатори. До цієї категорії належать Letterboxd, IMDb, 

Trakt та подібні платформи, основною функцією яких є ведення особистих 

каталогів переглянутих фільмів, виставлення оцінок та обмін рецензіями. 
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Letterboxd, заснований у 2011 році Метью Б'юкененом та Карлом фон Рендоу, на 

момент 2024 року нараховує понад сімнадцять мільйонів зареєстрованих 

користувачів і позиціонується як «Goodreads для кіно» [29]. Платформа дозволяє 

створювати спільні списки бажаного, переглядати фільми, які вже бачили друзі, 

та формувати точки перетину інтересів усередині кола контактів. Метадані про 

фільми постачаються з відкритої бази даних The Movie Database (TMDB) [29]. 

IMDb від Amazon виконує аналогічну роль у масштабнішому каталозі, однак 

функція спільної взаємодії в нього розвинена слабше – користувач може лише 

вести персональний Watchlist та переглядати рецензії інших. 

Спільною слабкою стороною всіх каталогізаторів є відсутність активного 

механізму групової рекомендації. Користувач, що бажає підібрати фільм для 

спільного перегляду, змушений вручну переглядати списки друзів, шукати 

фільми, які вони ще не бачили, але можуть зацікавити, і самостійно зіставляти ці 

множини. Соціальний компонент таких платформ виконує радше рефлексивну 

функцію – фіксація вподобань уже після перегляду – ніж проактивну функцію 

формування рекомендацій для майбутніх рішень. 

Match-додатки. До цієї категорії належать спеціалізовані мобільні 

застосунки, що реалізують механіку «Tinder для кіно» – пакування рекомендацій 

у вигляді карток фільмів, які кожен учасник свайпає вправо (подобається) або 

вліво (пропустити), з повідомленням про «Match» у разі збігу позитивних свайпів 

усіх учасників групи. До відомих представників належать Movie Night: Swipe & 

Watch, Movie Swiper, Match a Movie та аналогічні рішення під різними назвами 

на iOS, Android та у вигляді веб-PWA. Типовою функціональністю є фільтрація 

за жанрами, роком випуску та доступними стрімінговими платформами, а також 

інтеграція зі сторонніми каталогами на кшталт IMDb для отримання оцінок та 

трейлерів. Сильною стороною цього класу рішень є простота використання та 

зрозумілість користувацького досвіду: учасники не потребують жодних 

попередніх дій, не реєструють профіль вподобань і не виставляють оцінок – 

достатньо запустити сесію та свайпати. 
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Водночас саме ця простота є ключовим обмеженням. Свайп-механіка 

реалізує найпростішу можливу стратегію групової агрегації – Plurality Voting у 

двійковій формі: фільм потрапляє в підсумкову рекомендацію лише тоді, коли 

його позитивно оцінили всі учасники. Це відповідає стратегії мінімального 

незадоволення в її найбільш буквальному розумінні, з усіма її відомими 

обмеженнями, описаними в попередньому підрозділі [5]. Зокрема, для груп з 

різноманітними смаками match може не відбутися взагалі, навіть якщо існують 

фільми, які могли б задовольнити більшість, але не сподобатися одній особі. 

Окрім того, переважна більшість Match-додатків не використовує жодного  

підходу машинного навчання для початкового відбору карток, які пропонуються 

до свайпу: фільми ранжуються за загальною популярністю або за фільтрами 

користувача, без урахування історії його індивідуальних вподобань. Це 

фактично перетворює систему на лотерею, в якій якість підсумкової 

рекомендації залежить виключно від випадкового перетину свайпів. Окремою 

слабкою стороною є агресивна монетизація: значна частина функціональності в 

найпопулярніших застосунках цього класу прихована за платними 

передплатами, що знижує доступність для широкої аудиторії. 

Сервіси спільного перегляду. Третя категорія представлена 

інструментами на кшталт Teleparty (колишній Netflix Party), Rave та 

Watch2gether, які забезпечують синхронне відтворення відеоконтенту в групі з 

можливістю одночасного коментування та реакцій. Ці сервіси не вирішують 

задачу підбору контенту – вони активуються вже після того, як група дійшла 

згоди щодо фільму, – однак часто розглядаються як комплементарні до 

рекомендаційних систем у сценаріях дистанційного спільного перегляду. У 

контексті цієї роботи такі сервіси не є прямими конкурентами, але можуть 

розглядатися як орієнтир для майбутньої інтеграційної функціональності. 

Серед локальних рішень варто детальніше згадати український застосунок 

Must – соціальну мережу для кіноманів, орієнтовану на ведення особистих 

списків переглянутих фільмів та формування персоналізованих рекомендацій на 

основі рейтингів друзів. Сервіс підтримує українську мову інтерфейсу, має 
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активну спільноту користувачів та інтегрує метадані з відкритих джерел. Як і 

закордонні аналоги категорії каталогізаторів, Must не реалізує явної стратегії 

групової агрегації смаків кількох учасників: функція пошуку точок перетину 

обмежується ручним порівнянням списків бажаного, без формального 

обчислення колективної рекомендації. Саме ця функціональність – обґрунтоване 

формування групової рекомендації – є основною ознакою новизни системи, що 

розробляється в межах цієї роботи.. 

Узагальнене порівняння розглянутих рішень за ключовими критеріями 

подано в таблиці 1.1. 

 

Таблиця 1.1 – Порівняльна характеристика існуючих рішень для 

групового підбору кінематографічного контенту 

Критерій Letterboxd IMDb Movie 
Night 

Match a 
Movie 

Teleparty Must 

Каталог фільмів + + + + – + 
Персональний профіль 

вподобань 
+ + частково – – + 

Явна стратегія 

групової агрегації 
– – + 

(Plurality) 
+ 

(Plurality) 
– – 

Векторна модель 

ознак фільмів 
– – – – – – 

Індивідуальна 

рекомендація на 

основі машинного 

навчання 

– – – – – частково 

Безкоштовний доступ 

до повної 

функціональності 

+ + – + + + 

Підтримка української 

мови інтерфейсу 
– – – – – + 

 

Аналіз таблиці дозволяє виокремити прогалину, яку покликана заповнити 

система, що розробляється у межах цієї роботи. Жодне з розглянутих рішень не 

поєднує одночасно три ключові характеристики: математично формалізовану 

модель індивідуальних вподобань на основі векторного представлення ознак, 

явно реалізовану стратегію групової агрегації, що відрізняється від тривіального 

Plurality Voting, і доступну реалізацію у вигляді мобільного додатка без 
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агресивної монетизації. Поверховість Match-додатків та відсутність групової 

функціональності в каталогізаторах залишають значний простір для розробки 

рішення, яке об'єднало б у собі переваги обох категорій. 

На основі проведеного огляду сформовано такі функціональні вимоги до 

системи, що розробляється: 

− підтримка індивідуального профілю користувача з можливістю 

накопичення оцінок переглянутих фільмів; 

− побудова векторного представлення вподобань на основі історії 

взаємодій із багатовимірним простором ознак фільмів (жанри, ключові слова, 

метадані); 

− обчислення індивідуальних рекомендацій на основі метрики 

косинусної схожості; 

− формування групових рекомендацій через агрегацію індивідуальних 

векторів вподобань членів групи; 

− підтримка щонайменше чотирьох стратегій агрегації (середнього 

арифметичного, мінімального незадоволення, максимального задоволення, 

зваженої) з можливістю порівняння їхніх результатів; 

− обчислення метрик якості та справедливості групової рекомендації; 

− мобільний клієнт для платформи Android із простим інтерфейсом 

створення спільної сесії та запрошення учасників; 

− інтеграція з відкритим джерелом метаданих TMDB для забезпечення 

повноти каталогу та актуальності інформації про фільми; 

− підтримка української мови інтерфейсу. 

Опис обґрунтованого вибору технологічного стеку, що задовольняє ці вимоги, 

наведено в наступному підрозділі. 

1.4 Обґрунтування вибору технологічного стеку та джерела даних 

Розроблювана система є клієнт-серверним програмним продуктом, що 

складається з мобільного клієнта для платформи Android, серверної частини, що 

відповідає за зберігання даних та обчислення рекомендацій, а також за інтеграцію 
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зі стороннім джерелом метаданих про фільми. Кожна з цих трьох складових має 

власні вимоги до інструментальних засобів, проте загальним пріоритетом при 

виборі технологій було поєднання таких характеристик: зрілість та стабільність 

технології, наявність якісної офіційної документації, активна спільнота 

розробників, відкритий доступ до інструментів без необхідності платних 

ліцензій, а також можливість використання єдиної мови програмування на 

серверній та клієнтській частинах для зменшення когнітивного навантаження під 

час одночасної розробки обох компонентів. 

Мова програмування. Для реалізації обох частин системи обрано мову 

Kotlin, розроблену та підтримувану компанією JetBrains [30]. Kotlin є статично 

типізованою мовою загального призначення, повністю сумісною з Java Virtual 

Machine, що дозволяє використовувати весь екосистемний інструментарій Java 

без обмежень. Серед ключових переваг Kotlin, що мали значення при ухваленні 

рішення, виокремлено: вбудовану підтримку null-safety на рівні системи типів, 

що зменшує клас типових помилок виконання; розширені засоби для 

функціонального програмування поряд із класичним об'єктно-орієнтованим 

підходом; підтримку співпрограм (coroutines) для асинхронного виконання, що 

особливо актуально для обробки мережевих запитів та фонових обчислень 

рекомендацій; можливість використання тих самих структур даних і моделей 

предметної області як на сервері, так і в клієнті за допомогою спільної модульної 

архітектури. Окремою вагомою причиною вибору Kotlin став її статус офіційно 

рекомендованої мови розробки під Android з 2019 року, що забезпечує 

найповнішу інтеграцію з усією інструментальною інфраструктурою Google. 

Серверна частина. Для побудови серверної частини обрано фреймворк 

Ktor, що також розробляється JetBrains та орієнтований на створення 

асинхронних серверних і клієнтських додатків мовою Kotlin [31]. На відміну від 

таких поширених альтернатив, як Spring Boot або Micronaut, Ktor 

характеризується мінімалістичним підходом до архітектури: фреймворк не 

нав'язує контейнера залежностей, шаблонів проєктування чи структури проєкту, 

дозволяючи розробникові самостійно вибудовувати композицію компонентів. Це 
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призводить до меншого обсягу шаблонного коду, спрощеного процесу 

відлагодження та коротшого часу старту програми, що особливо важливо в 

навчальному проєкті, де надмірна абстракція могла б ускладнити розуміння 

логіки роботи системи. Ktor спирається на механізм Kotlin-співпрограм для 

асинхронного оброблення HTTP-запитів, що забезпечує високу пропускну 

здатність без блокування потоків. У межах цієї роботи Ktor використано для 

побудови RESTful API серверної частини з підтримкою JSON-серіалізації, 

маршрутизації запитів, валідації автентифікаційних токенів та інтеграції з 

реляційною базою даних. 

Система керування базою даних. Для зберігання користувацьких даних, 

оцінок, метаданих фільмів та інформації про групові сесії обрано систему 

PostgreSQL – об'єктно-реляційну СКБД з відкритим вихідним кодом, що активно 

розвивається з 1986 року [32]. Серед факторів, що визначили вибір саме 

PostgreSQL, виокремлено такі: повна відповідність стандарту SQL та сумісність 

із принципами ACID, що гарантує цілісність даних навіть за умов одночасного 

звернення кількох клієнтів; підтримка складних типів даних та індексів на 

масивах, що дозволяє ефективно зберігати векторні представлення фільмів і 

користувачів без потреби у зовнішніх векторних базах даних; наявність 

ефективних індексів типу B-tree та підтримка складних запитів з оконними 

функціями, що допоможе реалізувати майбутні розширення функціональності 

системи; вільне розповсюдження за open-source ліцензією без потреби 

сплачувати ліцензійні відрахування. Альтернативні розглянуті варіанти – MySQL 

та SQLite – поступаються PostgreSQL за функціональною повнотою (MySQL) або 

не масштабуються до клієнт-серверного сценарію з кількома одночасними 

користувачами (SQLite). 

Мобільний клієнт. Для реалізації клієнтської частини обрано платформу 

Android з використанням сучасного декларативного інструментарію Jetpack 

Compose [33][34]. На відміну від традиційного підходу до побудови інтерфейсів 

Android на основі XML-розмітки та імперативного оновлення стану через 

виклики типу findViewById, Jetpack Compose реалізує декларативну парадигму, 
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в якій інтерфейс описується як функція від поточного стану додатка. Зміна стану 

автоматично запускає рекомпозицію відповідних компонентів, що значно 

спрощує синхронізацію інтерфейсу з даними та зменшує ймовірність помилок, 

пов'язаних із не узгодженим станом і відображенням [34]. Окрім методологічних 

переваг, Compose дозволяє писати інтерфейс безпосередньо мовою Kotlin без 

перемикання між мовами в межах одного компонента, що узгоджується з 

обраним стеком серверної частини. 

Мережевий шар клієнта. Для організації HTTP-взаємодії клієнта з 

серверною частиною обрано бібліотеку Retrofit від Square – типобезпечний 

HTTP-клієнт для Java та Kotlin [35]. Retrofit перетворює оголошений Kotlin-

інтерфейс на готову реалізацію HTTP-клієнта, забезпечуючи автоматичну 

серіалізацію та десеріалізацію JSON-відповідей у Kotlin-об'єкти, обробку 

помилок мережі, асинхронне виконання запитів та інтеграцію з механізмом 

співпрограм. У парі з Retrofit використовується низькорівневий HTTP-клієнт 

OkHttp, що відповідає за пул з'єднань, кешування та перехоплювачі запитів – 

зокрема, для додавання заголовка авторизації до кожного звернення до 

серверного API. 

Автентифікація. Для розв'язання задачі ідентифікації користувача в 

системі обрано сервіс Firebase Authentication від Google [36]. У реалізованій 

системі як основний метод автентифікації обрано Google Sign-In, що 

забезпечується сервісом Firebase Authentication. Це позбавляє необхідності 

самостійно реалізовувати такі критичні з погляду безпеки компоненти, як 

зберігання паролів у хешованому вигляді, відновлення доступу або захист від 

атак на перебір. Інші методи автентифікації, підтримувані Firebase 

(email/password, анонімна, вхід через Apple, Twitter), залишені у перспективі – їх 

можна додати без зміни архітектури системи в разі розширення цільової 

аудиторії. Серверна частина системи перевіряє автентичність клієнта шляхом 

валідації JSON Web Token (JWT), виданого Firebase, через звірку цифрового 

підпису з публічними ключами Google [37]. Такий підхід дозволяє делегувати 

найскладніші та найбільш ризикові аспекти автентифікації перевіреному 
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зовнішньому постачальнику, зосередивши власну реалізацію на бізнес-логіці 

рекомендаційної системи. 

Джерело метаданих про фільми. Як зовнішнє джерело інформації про 

фільми обрано сервіс The Movie Database (TMDB) – комерційну базу даних 

кінематографічного контенту, заснованому в 2008 році, що надає публічний API 

для некомерційного використання за умови вказання атрибуції джерела [38]. 

TMDB підтримує 39 мов інтерфейсу та містить детальні метадані про мільйони 

фільмів і телесеріалів: жанри, ключові слова, опис сюжету, постери та кадри з 

фільмів, дату виходу, бюджет, касові збори, інформацію про акторський склад та 

знімальну групу, рейтинги користувачів та рекомендації подібних фільмів. На 

основі публічного TMDB сформовано підмножину з близько п'яти тисяч 

найпопулярніших фільмів, доступну для академічного використання на 

платформі Kaggle під назвою TMDB 5000 Movies Dataset [39]. Саме ця 

підмножина використана як початкова основа каталогу системи з подальшим 

динамічним доповненням даними через прямі звернення до офіційного API 

TMDB у разі необхідності отримання інформації про фільми, не включені до 

базового набору. Альтернативними розглянутими джерелами були API IMDb та 

OMDb: перше відхилене через комерційні умови ліцензування, що 

унеможливлюють використання в навчальному проєкті, друге – через значно 

менший обсяг доступних метаданих. 

Сукупно обраний технологічний стек забезпечує реалізацію всіх дев'яти 

функціональних вимог, сформульованих у попередньому підрозділі, з 

мінімальними витратами на ліцензування та з опорою виключно на технології з 

активним розвитком та повноцінною офіційною документацією. Узагальнення 

вибраного стеку наведено в таблиці 1.2. 
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Таблиця 1.2 – Технологічний стек розроблюваної системи 

Компонент 

системи 
Технологія Призначення 

Мова 

програмування 
Kotlin Єдина мова для серверної та клієнтської частин 

Серверний 

фреймворк 
Ktor Асинхронна обробка HTTP-запитів 

База даних PostgreSQL 
Реляційне зберігання користувацьких даних і 

метаданих фільмів 
UI-фреймворк 

клієнта 
Jetpack 

Compose 
Декларативна побудова інтерфейсу Android 

HTTP-клієнт Retrofit + 
OkHttp 

Типобезпечна взаємодія клієнта з серверним API 

Автентифікація Firebase 
Authentication 

Реєстрація користувачів, видача JWT-токенів 

Джерело 

метаданих 
TMDB API + 
TMDB 5000 

Dataset 

Інформація про фільми та постери 

 

 

Висновки до розділу 1 

У результаті проведеного в першому розділі аналізу предметної області 

досягнуто таких підсумкових результатів. 

По-перше, систематизовано підходи до побудови рекомендаційних систем. 

Виокремлено три канонічні класи – фільтрація на основі вмісту, колаборативна 

фільтрація та гібридні моделі, – кожен з яких має власні переваги, обмеження та 

типові сфери застосування. Окремо охарактеризовано сучасні напрями розвитку 

галузі, що ґрунтуються на глибоких нейронних мережах, контекстуально 

залежних та послідовних моделях, однак мають істотні обмеження щодо 

обчислювальних ресурсів і обсягу необхідних даних. 

По-друге, обґрунтовано виокремлення групових рекомендаційних систем 

як самостійного підкласу та проаналізовано їхні особливості. Виявлено, що 

більшість реальних сценаріїв колективного підбору кінематографічного 

контенту відповідає типу ситуативних груп, для яких характерна відсутність 

історії спільних взаємодій. Проаналізовано чотири класичні стратегії агрегації 

індивідуальних вподобань – середнього арифметичного, мінімального 
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незадоволення, максимального задоволення та зваженої – і виявлено їхні слабкі 

сторони, що мотивує дослідження комбінованого підходу. 

По-третє, проведено порівняльний аналіз існуючих програмних рішень, що 

тією чи іншою мірою покривають задачу спільного підбору фільмів. Розглянуто 

три категорії таких рішень: соціальні каталогізатори (Letterboxd, IMDb), Match-

додатки зі свайп-механікою (Movie Night, Movie Swiper, Match a Movie) та 

сервіси спільного синхронного перегляду (Teleparty, Watch2gether). Виявлено, 

що жодне з наявних рішень не поєднує одночасно математично формалізовану 

модель індивідуальних вподобань, явну стратегію групової агрегації, відмінну 

від тривіального Plurality Voting, і доступну реалізацію без агресивної 

монетизації. Це обґрунтовує доцільність розробки нового рішення. 

По-четверте, сформульовано дев'ять функціональних вимог до системи, 

що розробляється, та обґрунтовано вибір технологічного стеку для її реалізації. 

Як основний інструментарій обрано мову Kotlin із фреймворком Ktor на 

серверній частині, систему керування базою даних PostgreSQL, платформу 

Android з Jetpack Compose як середовище мобільного клієнта, бібліотеку Retrofit 

для мережевого шару, сервіс Firebase Authentication для розв'язання задачі 

ідентифікації користувачів та API TMDB як джерело метаданих про фільми. 

Сформовані в цьому розділі функціональні вимоги, виявлені прогалини в 

існуючих рішеннях та обраний технологічний стек становлять методологічну 

основу для математичного моделювання рекомендаційної логіки, що детально 

розглядається в наступному розділі. 
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РОЗДІЛ 2 МАТЕМАТИЧНІ МОДЕЛІ ТА АЛГОРИТМИ СИСТЕМИ 

ГРУПОВИХ РЕКОМЕНДАЦІЙ 

2.1 Векторне представлення фільмів та профілів користувачів 

В основу математичного моделювання розроблюваної системи покладено 

векторне представлення об'єктів і користувачів у єдиному багатовимірному 

просторі ознак. Цей підхід належить до класу методів фільтрації на основі 

вмісту, описаних у першому розділі, та має низку переваг для розв'язуваної 

задачі. По-перше, він не потребує накопичення значного обсягу взаємодій між 

користувачами для початку роботи, що особливо важливо для системи, де 

переважна більшість груп є ситуативними і не мають історії спільних взаємодій. 

По-друге, векторне представлення природно поєднується з операціями агрегації 

– як показано далі в підрозділі 2.3, об'єднання індивідуальних профілів учасників 

у груповий вектор зводиться до простих покомпонентних операцій над 

векторами, що мають чітку математичну інтерпретацію. По-третє, цей підхід 

дозволяє обчислювати рекомендації для довільної групи без перетренування 

моделі, що відповідає вимозі обчислювальної ефективності в умовах мобільного 

застосунку. 

Простір ознак фільмів 

Нехай M = {m₁, m₂, ..., 𝑚|𝑀|} – множина фільмів, доступних у системі. 

Кожному фільму m ∈ M ставиться у відповідність d-вимірний вектор ознак 

𝒗𝒎 =  (𝒗{𝒎,𝟏}, 𝒗{𝒎,𝟐}, … , 𝒗{𝒎,𝒅}) ∈  ℝ𝒅   (2.1) 

де d – розмірність простору ознак, а кожна компонента 𝑣{𝑚,𝑖} характеризує 

певний аспект фільму. Простір ознак сформовано з трьох концептуально різних 

груп вимірів, що дозволяє врахувати водночас семантичні, кількісні та 

контекстуальні характеристики фільму. 

Категоріальні ознаки. До цієї групи належать виміри, що описують 

жанрову приналежність фільму та ключові слова, які характеризують його 

сюжет, тему або візуальний стиль. Жанрова приналежність кодується множиною 

бінарних індикаторів g₁, g₂, ..., 𝑔𝐺, де G – загальна кількість виокремлених жанрів 
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у системі, а кожний індикатор приймає значення 1, якщо фільм належить до 

відповідного жанру, та 0 – інакше: 

𝒈𝒋 =  { 𝟏, якщо 𝒎 належить до жанру 𝒋 ;  𝟎, інакше } (2.2) 

Аналогічно кодуються ключові слова, узяті з метаданих TMDB. Множина 

ключових слів обмежена K найбільш частотними тегами в каталозі, що дозволяє 

контролювати розмірність простору та зменшити вплив рідкісних специфічних 

термінів. Кожний фільм отримує K бінарних індикаторів k₁, k₂, ..., 𝑘𝐾, що 

формуються за аналогічним правилом. 

Числові метадані. До другої групи належать дві числові характеристики 

фільму, що мають інтервальну природу: середня оцінка користувачів TMDB 

vote_average ∈ [0, 10] та показник популярності popularity ∈ [0, ∞). Безпосереднє 

використання цих значень як компонент вектора є некоректним через істотну 

різницю в діапазонах: середня оцінка вимірюється одиницями, тоді як 

популярність – десятками, що призведе до домінування одного показника над 

іншим в обчисленнях схожості. Для усунення цього обмеження обидві числові 

ознаки приводяться до інтервалу [0, 1] за методом min-max нормалізації: 

𝒙𝒏𝒐𝒓𝒎𝒂𝒍𝒊𝒛𝒆𝒅 =
𝒙 − 𝒙𝒎𝒊𝒏

𝒙𝒎𝒂𝒙 − 𝒙𝒎𝒊𝒏
    (2.3) 

де 𝑥𝑚𝑖𝑛 і 𝑥𝑚𝑎𝑥 – відповідно мінімальне та максимальне значення цієї 

ознаки серед усіх фільмів каталогу. Інші числові характеристики 

кінематографічного твору – рік випуску, тривалість, бюджет – у поточній 

реалізації не включаються до векторного представлення та використовуються 

виключно для фільтрації та відображення в інтерфейсі користувача. 

Підсумкова розмірність простору ознак становить d = G + K + 2, де перші 

G компонент відповідають жанрам, наступні K – найпопулярнішим у каталозі 

ключовим словам, а останні дві – нормалізованим числовим ознакам 

(vote_average та popularity). У реалізованій системі загальна розмірність d 

налаштована на близько 50 компонент: 19 жанрів, 29 найчастотніших ключових 

слів та 2 числові ознаки. Цей параметр зафіксовано на етапі побудови 
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початкового каталогу та може бути переглянутий у разі суттєвої зміни розподілу 

метаданих. 

Простір ознак користувача 

Профілі користувачів представляються у тому самому d-вимірному 

просторі, що й фільми. Нехай U = {u₁, u₂, ..., 𝑢|𝑈|} – множина зареєстрованих 

користувачів системи. Кожному користувачу u ∈ U ставиться у відповідність 

вектор вподобань 

𝒑𝒖 =  (𝒑𝒖,𝟏, 𝒑𝒖,𝟐, … , 𝒑𝒖,𝒅) ∈  ℝ𝒅   (2.4) 

компоненти якого відображають, наскільки сильно користувача цікавлять 

відповідні характеристики фільмів. Висока позитивна компонента 𝑝{𝑢,𝑖} означає, 

що користувач послідовно надає високих оцінок фільмам із вираженою ознакою 

i, тоді як низька або від'ємна – що ця ознака не корелює з його вподобаннями. 

Спільність простору ознак для фільмів і користувачів є ключовою архітектурною 

властивістю: вона дозволяє безпосередньо обчислювати відносну спорідненість 

між будь-яким користувачем і будь-яким фільмом за допомогою однієї і тієї ж 

метрики, не залучаючи додаткових перетворень або моделей. 

Побудова вектора користувача 

Вектор вподобань 𝑝𝑢 формується як зважена сума векторів усіх фільмів, які 

користувач оцінив, де вага кожного фільму визначається наданою користувачем 

оцінкою. Нехай 𝑅𝑢 ⊆ M – множина фільмів, оцінених користувачем u, а 𝑟{𝑢,𝑚} ∈

 [𝑟𝑚𝑖𝑛, 𝑟𝑚𝑎𝑥] – оцінка, надана користувачем u фільму m. У реалізованій системі 

використовується десятибальна шкала з кроком 1.0 та значеннями 𝑟𝑚𝑖𝑛 = 1.0 та 

𝑟𝑚𝑎𝑥 = 10.0. Така шкала обрана для сумісності з популярними 

кінематографічними сервісами TMDB та IMDb, що в перспективі полегшує 

імпорт історичних оцінок користувача із зовнішніх джерел. 

Для коректного використання оцінки як ваги вектора її попередньо 

нормалізують до інтервалу [0, 1]: 

𝒘𝒖,𝒎 =
𝒓𝒖,𝒎

𝒓𝐦𝐚𝐱
     (2.5) 

Після цього вектор вподобань користувача обчислюється за формулою 
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𝒑𝒖 =
( ∑ 𝒘𝒖,𝒎𝒎 ∈ 𝑹𝒖 · 𝒗𝒎)

( ∑ 𝒘𝒖,𝒎𝒎 ∈ 𝑹𝒖 )
     (2.6) 

тобто як зважене середнє векторів оцінених фільмів. Поділ на суму ваг 

забезпечує інваріантність профілю стосовно загальної кількості оцінок: 

користувач, який оцінив десять фільмів максимальною оцінкою, та користувач, 

який оцінив один такий фільм, матимуть ідентичний вектор, що збігається з 

вектором цього фільму. Така інваріантність є бажаною, оскільки відображає 

прийняте припущення про якісний, а не кількісний характер вподобань. 

Інкрементальне оновлення вектора користувача 

Безпосереднє обчислення вектора вподобань за формулою (2.6) при кожній 

новій оцінці є неефективним з обчислювальної точки зору. У разі активного 

користувача з кількома сотнями оцінених фільмів кожне додавання нової оцінки 

потребувало б повного перерахування суми за всіма попередніми оцінками, що 

відповідає часовій складності O(|𝑅𝑢|). Для розв'язання цієї проблеми застосовано 

техніку інкрементального оновлення. 

Замість зберігання та повторного перерахунку суми векторів усіх оцінених 

фільмів система зберігає лише поточний вектор вподобань 𝑝𝑢 та лічильник n = 

ratings_count кількості раніше врахованих оцінок. У момент виставлення 

користувачем нової оцінки r фільму з вектором ознак m новий вектор вподобань 

обчислюється за формулою:  

𝒑𝒖
𝒏𝒆𝒘[𝒊] =

𝒑𝒖
𝒐𝒍𝒅[𝒊]·𝒏+𝒗𝒎[𝒊]·(𝒓/𝒓𝒎𝒂𝒙)

𝒏+𝒓/𝒓𝒎𝒂𝒙
   (2.7) 

де 𝑟𝑚𝑎𝑥 = 10.0 – максимально можлива оцінка, 𝑝𝑢
𝑜𝑙𝑑[𝑖] – попереднє значення 

i-ї компоненти вектора, 𝑝𝑢
𝑛𝑒𝑤[𝑖] – нове значення i-ї компоненти. Після обчислення 

лічильник збільшується на 1.  

Формула (2.7) еквівалентна формулі (2.6), застосованій до розширеної на 

один елемент множини оцінок 𝑅𝑢, проте не потребує перерахунку суми за всіма 

попередніми фільмами. Часова складність кожного оновлення становить O(d) – d 

операцій множення та d операцій ділення для обчислення нової компоненти, що 
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в межах фіксованої розмірності простору ознак відповідає константній 

асимптотиці O(1) щодо обсягу історії взаємодій користувача. 

Окремо обробляється сценарій зміни або видалення користувачем уже 

наданої оцінки. У цих випадках виконується повний перерахунок вектора 

користувача за формулою (2.6) з повторним обчисленням над оновленою 

множиною оцінок 𝑅𝑢. Хоча повний перерахунок має складність 𝑂(|𝑅𝑢| · 𝑑), такі 

події відбуваються рідко порівняно з додаванням нових оцінок, тому загальна 

амортизована складність роботи з вектором користувача залишається 

прийнятною. 

Початковий вектор користувача та проблема холодного старту 

Описаний підхід до побудови вектора користувача спирається на наявність 

щонайменше однієї оцінки. У ситуації, коли користувач щойно зареєструвався в 

системі і не має історії взаємодій, множина 𝑅𝑢 є порожньою, а вираз (2.6) – 

невизначеним. Це є проявом класичної проблеми «холодного старту» 

користувача, описаної в підрозділі 1.1 [18]. 

Для розв'язання цієї проблеми реалізовано процедуру онбордингу – 

короткої початкової взаємодії, під час якої новому користувачеві пропонується 

оцінити невелику кількість фільмів із заздалегідь сформованого списку. Список 

формується таким чином, щоб охопити максимально широкий спектр жанрів, 

років випуску та стилістик, що дозволяє швидко отримати інформативний 

початковий вектор. У реалізованій системі онбординг передбачає виставлення 

оцінок не менш ніж 𝑁𝑜𝑛𝑏 фільмам, де параметр 𝑁𝑜𝑛𝑏 налаштовується 

адміністратором системи (за замовчуванням 𝑁𝑜𝑛𝑏 = 5). Після завершення 

онбордингу вектор користувача обчислюється за формулою (2.6), а подальші 

оновлення відбуваються інкрементально. 

В окремих сценаріях, коли користувач має зовнішній акаунт з історією 

оцінок (наприклад, у системах Letterboxd або IMDb), система передбачає 

можливість імпорту таких оцінок як точок входу до онбордингу. Однак ця 

функціональність винесена за межі базової реалізації та розглядається як 

напрямок подальшого розвитку. 
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Сформоване в межах цього підрозділу векторне представлення дозволяє 

звести задачу обчислення релевантності фільму для користувача до математичної 

операції вимірювання схожості між двома векторами в спільному d-вимірному 

просторі. Конкретний вибір метрики схожості, її властивості та обґрунтування 

переваг косинусної відстані над альтернативними варіантами розглянуто в 

наступному підрозділі. 

2.2 Метрика косинусної схожості та її застосування для оцінки 

релевантності 

Запровадження векторного представлення фільмів і користувачів у 

спільному d-вимірному просторі ознак, описане в попередньому підрозділі, 

дозволяє звести задачу обчислення релевантності фільму для користувача до 

математичної операції вимірювання схожості між двома векторами. У літературі 

з рекомендаційних систем розглядається декілька альтернативних метрик, серед 

яких найпоширенішими є евклідова відстань, коефіцієнт кореляції Пірсона, 

індекс Жаккара та косинусна схожість [15][40]. Кожна з цих метрик має власні 

математичні властивості, обчислювальні характеристики та сфери оптимального 

застосування, проте для розв'язуваної задачі найдоцільнішою виявляється 

косинусна схожість. Обґрунтування цього вибору наводиться нижче, після 

формального означення метрики та аналізу її властивостей. 

Означення косинусної схожості 

Нехай a = (a₁, a₂, ..., 𝑎𝑑) та b = (b₁, b₂, ..., 𝑏𝑑) – два ненульові вектори в d-

вимірному просторі ℝ𝑑. Косинусною схожістю між цими векторами називають 

косинус кута між ними, що обчислюється як відношення їхнього скалярного 

добутку до добутку їхніх евклідових норм [15]: 

𝐜𝒐𝒔(𝜽) = 𝒔𝒊𝒎𝐜𝐨𝐬(𝒂, 𝒃) =
(𝒂 · 𝒃)

(‖𝒂‖· ‖𝒃‖)
=

(∑ 𝒂𝒊· 𝒃𝒊
𝒅
𝒊=𝟏  )

( √∑ 𝒂𝒊
𝟐𝒅

𝒊=𝟏 · √∑ 𝒃𝒊
𝟐𝒅

𝒊=𝟏 )

 (2.8) 

де θ – кут між векторами a і b, а ‖a‖, ‖b‖ – їхні евклідові норми. Значення 

косинусної схожості належить інтервалу [−1, 1] для довільних дійсних векторів, 

проте у випадку векторів із виключно невід'ємними компонентами – як це має 
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місце в розроблюваній системі завдяки нормалізації, описаній в підрозділі 2.1, – 

діапазон значень звужується до [0, 1]. Подібний підхід використання косинусної 

схожості як основної метрики релевантності в системах рекомендації фільмів 

представлено в [40][41] – зокрема, в роботі [41] показано ефективність комбінації 

TF-IDF векторизації з косинусною метрикою для побудови content-based 

рекомендаційних систем кінематографічного контенту. 

Інтерпретація крайніх значень метрики є геометрично прозорою. Значення 

𝑠𝑖𝑚𝑐𝑜𝑠(𝒂, 𝒃)  =  1 досягається тоді й лише тоді, коли вектори a і b є колінеарними 

та однаково спрямованими, тобто описують один і той самий "напрямок" у 

просторі ознак. Це відповідає ситуації, коли користувач і фільм мають ідентичні 

відносні пропорції характеристик. Значення 𝑠𝑖𝑚𝑐𝑜𝑠(𝒂, 𝒃)  =  0 означає, що 

вектори ортогональні, тобто не мають жодних спільних характеристик з 

ненульовою вагою. Проміжні значення лінійно відображають ступінь 

спорідненості орієнтацій векторів. 

Обчислення схожості між користувачем та фільмом 

У межах розроблюваної системи косинусна схожість використовується як 

метрика релевантності фільму m для користувача u. Нехай 𝒑𝑢 – вектор вподобань 

користувача u, побудований за формулою (2.6), а 𝒗𝑚 – вектор ознак фільму m. 

Тоді релевантність визначається як 

𝒓𝒆𝒍(𝒖, 𝒎) = 𝒔𝒊𝒎𝐜𝐨𝐬(𝒑𝒖, 𝒗𝒎)    (2.9) 

Алгоритм обчислення індивідуальної рекомендації для користувача u 

зводиться до такої послідовності кроків: для кожного фільму m ∈ M, ще не 

оціненого користувачем (m ∉ 𝑅𝑢), обчислюється значення rel(u, m); отримана 

множина пар (m, rel(u, m)) сортується за спаданням значення релевантності; 

перші N пар повертаються користувачеві як підсумкова рекомендація. Параметр 

N налаштовується на боці клієнта та зазвичай становить від 10 до 50 для одного 

запиту. 

Обчислювальна складність 

Безпосереднє обчислення косинусної схожості за формулою (2.8) потребує 

O(d) арифметичних операцій: d множень для скалярного добутку, по d множень 
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і додавань для обчислення кожної з двох норм та одне ділення в підсумку. 

Загалом для обчислення індивідуальної рекомендації з повного каталогу 

необхідно виконати O(|M| · d) операцій. У межах фіксованої розмірності d 

складність зростає лінійно з розміром каталогу, що допустимо для каталогів 

обсягом до сотень тисяч одиниць у режимі онлайн-обчислення. 

Порівняння з альтернативними метриками 

Вибір саме косинусної схожості як основної метрики системи зумовлений 

сукупністю її переваг над альтернативними варіантами в контексті розв'язуваної 

задачі. 

Порівняння з евклідовою відстанню. Евклідова відстань між векторами 

a і b обчислюється за формулою 

𝒅𝒆𝒖𝒄(𝒂,𝒃) =  √ 𝜮{𝒊=𝟏}
{𝒅} (𝒂𝒊 − 𝒃𝒊)

𝟐   (2.10) 

та вимірює абсолютну геометричну відстань між точками в просторі. 

Принципова відмінність від косинусної схожості полягає в тому, що евклідова 

відстань чутлива до абсолютної величини векторів, тоді як косинусна схожість 

залежить виключно від їхньої орієнтації. Це має пряме практичне значення: 

користувач, що оцінив п'ять драматичних фільмів максимальною оцінкою, та 

користувач, що оцінив один драматичний фільм максимальною оцінкою, у 

заданій моделі повинні визнаватися такими, що мають ідентичні вподобання – 

обидва послідовно надають перевагу драматичному жанру. Косинусна схожість 

коректно відображає цю інтуїцію – вектори обох користувачів колінеарні і їхня 

схожість дорівнює одиниці. Евклідова відстань, натомість, фіксує їх як істотно 

віддалених одне від одного через різні абсолютні значення компонент. У 

контексті систем рекомендацій, де "сила" вподобання менш інформативна, ніж 

його "напрямок", косинусна схожість є коректнішим вибором [15]. 

Порівняння з коефіцієнтом кореляції Пірсона. Коефіцієнт кореляції 

Пірсона визначається як 

𝒓𝑷𝒆𝒂𝒓𝒔𝒐𝒏(𝒂,𝒃) =
( ∑ (𝒂𝒊− ā)(𝒃𝒊− 𝒃̄)𝒅

𝒊=𝟏 )

( √∑ (𝒂𝒊− ā)𝟐𝒅
𝒊=𝟏 · √∑ (𝒃𝒊− 𝒃̄)

𝟐𝒅
𝒊=𝟏 )

  (2.11) 
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де ā і b̄ – середні значення компонент відповідних векторів. По суті, 

коефіцієнт Пірсона є косинусною схожістю векторів, попередньо центрованих 

відносно їхніх середніх. У сценаріях, де компоненти векторів є оцінками за 

єдиною шкалою з різними індивідуальними упередженнями користувачів (одні 

схильні ставити вищі оцінки, інші – нижчі), центрування компенсує ці 

упередження та підвищує точність обчислень. Однак у розроблюваній системі 

компоненти вектора не є оцінками: вони являють собою нормалізовані 

індикатори жанрів, ключових слів та метаданих, для яких поняття 

"індивідуального упередження" не визначене. У цьому контексті центрування 

лише вносить додатковий шум без приросту інформативності, тому коефіцієнт 

Пірсона редукується до косинусної схожості або поступається їй за чистотою 

інтерпретації. 

Порівняння з індексом Жаккара. Індекс Жаккара застосовний виключно 

до бінарних або множинних представлень об'єктів і обчислюється як відношення 

потужності перетину множин до потужності їхнього об'єднання [15]: 

𝑱(𝑨, 𝑩) =
|𝑨 ∩ 𝑩|

|𝑨 ∪ 𝑩|
     (2.12) 

У контексті систем рекомендацій цю метрику можна застосувати до 

бінарного представлення жанрів і ключових слів. Проте індекс Жаккара 

принципово непридатний для роботи з нецілочисельними числовими ознаками – 

рейтингом, популярністю, тривалістю – без додаткової дискретизації, що 

знизила б інформативність представлення. Таким чином, індекс Жаккара може 

застосовуватися лише до частини компонент вектора і потребує комбінування з 

іншою метрикою для решти, що ускладнює архітектуру системи без явних 

переваг. 

Підсумовуючи, для задачі обчислення релевантності в системі з гібридним 

простором ознак – частково категоріальним, частково числовим, після 

стандартизації приведеним до невід'ємних значень в інтервалі [0, 1], – косинусна 

схожість є оптимальним вибором. Вона забезпечує коректне відображення 

концепції "подібності напрямку" вподобань, має прозору геометричну 
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інтерпретацію, обчислюється за лінійний від розмірності час і допускає 

ефективне попереднє обчислення норм. Емпіричне підтвердження цих переваг 

наводиться в роботі Сараствата та співавторів, де косинусна схожість 

порівнюється з низкою альтернативних метрик на стандартних бенчмарках 

рекомендаційних систем [15], а також у дослідженні The Movie Recommendation 

System using Content Based Filtering, що використовує косинусну схожість як 

основну метрику в системі рекомендації фільмів за схожою методологією [40]. 

Близькі за тематикою експериментальні результати отримано в кваліфікаційній 

роботі [42] на даних MovieLens 100k: у дослідженні порівняно вплив трьох 

функцій подібності (косинусної, кореляції Пірсона та евклідової відстані) на 

точність прогнозів user-based та item-based колаборативних алгоритмів, що 

підтверджує універсальність косинусної метрики для широкого класу задач 

рекомендації кінематографічного контенту. 

Властивості метрики у груповому контексті 

Окрім переваг у контексті індивідуальних рекомендацій, косинусна 

схожість має додаткову важливу властивість, що обґрунтовує її вибір для 

розроблюваної системи. Як буде показано в наступному підрозділі, групова 

рекомендація формується через агрегацію індивідуальних векторів учасників у 

єдиний груповий вектор 𝒑𝐺 з подальшим обчисленням схожості між цим 

вектором і кожним фільмом каталогу. Косинусна схожість зберігає коректну 

інтерпретацію в цьому сценарії за рахунок інваріантності щодо масштабу: 

незалежно від того, як саме формується груповий вектор – як середнє, мінімум, 

максимум або зважена комбінація компонент індивідуальних векторів, – 

результат залишається в спільному d-вимірному просторі ознак, і його косинусна 

схожість із вектором фільму обчислюється за тією самою формулою (2.8) без 

жодних адаптацій. Така властивість дозволяє реалізовувати і порівнювати різні 

стратегії агрегації в межах єдиної архітектури системи, що детально розглянуто 

в наступному підрозділі. 
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2.3 Методи агрегації індивідуальних векторів вподобань у груповий 

профіль 

Як обґрунтовано в підрозділі 1.2, у межах розроблюваної системи 

реалізовано підхід агрегації профілів (preference aggregation): індивідуальні 

вектори вподобань учасників групи об'єднуються в єдиний груповий вектор, до 

якого далі застосовується той самий алгоритм обчислення релевантності, що й 

для індивідуальних рекомендацій. Альтернативний підхід – агрегація 

рекомендацій – потребував би обчислення повного списку індивідуальних 

рекомендацій для кожного учасника з подальшим їх перетином або зважуванням, 

що для каталогу обсягом |M| і групи розміру |G| має складність O(|M| · d · |G|) на 

запит. Прийнятий підхід натомість виконує агрегацію один раз і потім обчислює 

схожість для кожного фільму один раз, що дає сукупну складність O(|G| · d + |M| 

· d), яка є асимптотично кращою при великих каталогах. 

У цьому підрозділі формалізовано чотири класичні стратегії агрегації – 

середнього арифметичного, мінімального незадоволення, максимального 

задоволення та зваженої агрегації, – а також запропоновано комбінований підхід, 

що поєднує переваги класичних стратегій. Для кожного методу наведено 

математичне формулювання, обчислювальну складність та аналіз поведінки в 

типових сценаріях. Емпіричне порівняння методів та обґрунтування 

рекомендованого вибору наведено в підрозділі 2.4 разом із метриками якості. 

Постановка задачі агрегації 

Нехай G = {u₁, u₂, ..., 𝑢𝑁} – група з N учасників, де кожному учаснику 𝑢𝑘 ∈ 

G відповідає індивідуальний вектор вподобань 𝒑{𝑢𝑘} ∈  ℝ𝑑, побудований за 

процедурою з підрозділу 2.1. Задача агрегації полягає у визначенні групового 

вектора вподобань 𝒑𝐺 ∈  ℝ𝑑, що репрезентує колективні смаки групи в тому 

самому d-вимірному просторі ознак. Формально, агрегацією називається 

відображення 

𝐴: (ℝ𝑑)𝑁 →  ℝ𝑑 , 𝐴(𝑝𝑢1
, 𝑝𝑢2

, … , 𝑝𝑢𝑁
) =  𝑝𝐺 (2.13) 

де конкретна реалізація відображення A визначає стратегію агрегації. 
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Усі розглянуті в роботі стратегії є покомпонентними: значення i-ї 

компоненти групового вектора 𝑝{𝐺,𝑖} визначається виключно через i-ті 

компоненти індивідуальних векторів учасників 𝑝{𝑢𝑘,𝑖} і не залежить від інших 

вимірів. Покомпонентний характер агрегації забезпечує дві важливі властивості: 

незалежність обчислень за різними вимірами, що дозволяє ефективне векторне 

виконання, та збереження геометричної інтерпретації – оскільки кожна 

компонента продовжує відображати ту саму ознаку (жанр, ключове слово, 

нормалізовану частину метаданих), результуючий вектор залишається в 

спільному просторі з вектори фільмів і може бути використаний у формулі (2.8) 

без модифікацій. 

Стратегія середнього арифметичного (Average / Additive Utilitarian) 

Стратегія середнього арифметичного формує груповий вектор як 

покомпонентне середнє індивідуальних векторів учасників: 

𝒑𝑮,𝒊
𝒂𝒗𝒈

=  (
𝟏

𝑵
) ·  𝜮

{𝒌=𝟏}
{𝒖𝒌,𝒊}

{𝑵}
𝒑

, 𝒊 =  𝟏, 𝟐, … , 𝒅   (2.14) 

що в матричній формі може бути записане як 

𝒑𝑮
𝒂𝒗𝒈

=  (
𝟏

𝑵
) ·  𝜮

{𝒌=𝟏}
{𝒖𝒌}

{𝑵}
𝒑
    (2.15) 

З точки зору теорії соціального вибору цей метод відповідає підходу 

Additive Utilitarian, що максимізує суму індивідуальних оцінок задоволеності за 

обраний підсумковий результат [5][6]. Перевагами стратегії є її обчислювальна 

простота – O(N · d) операцій на одну агрегацію, симетричність щодо всіх 

учасників та інтуїтивна зрозумілість для кінцевого користувача. У типових 

сценаріях метод забезпечує найвищу серед класичних стратегій загальну 

релевантність рекомендацій для групи в цілому. 

Водночас стратегія середнього арифметичного має дві істотні слабкі 

сторони, систематично документовані в літературі [5][7]. По-перше, вона ігнорує 

інтереси меншості: якщо одна або декілька компонент вектора одного з 

учасників мають значно нижчі значення порівняно з іншими членами групи, 

середнє все одно опиняється на достатньо високому рівні, що може призвести до 



43 
 

рекомендації фільмів, неприйнятних для цього учасника. По-друге, метод 

нестійкий до екстремальних або викривлених профілів: учасник з нетиповими 

вподобаннями може значно вплинути на груповий вектор, навіть якщо інші 

члени групи дотримуються більш узгоджених смаків. Емпірично цей ефект 

проявляється тим сильніше, чим менший розмір групи: для пари (N = 2) внесок 

кожного учасника становить 50 %, тоді як для групи з десяти осіб – лише 10 %. 

Стратегія мінімального незадоволення (Least Misery) 

Стратегія мінімального незадоволення формує групову компоненту як 

мінімум серед відповідних компонент індивідуальних векторів учасників: 

𝐩𝐆,𝐢
𝐦𝐢𝐧 = 𝐦𝐢𝐧(𝐤 = 𝟏, … , 𝐍) 𝐩𝐮𝐤,𝐢, 𝐢 =  𝟏, 𝟐, … , 𝐝  (2.16) 

Підхід реалізує принцип «найслабшої ланки» або «права вето»: жодна 

ознака фільму не може отримати у груповому профілі вищого значення, ніж 

найнижче значення цієї ознаки серед індивідуальних профілів учасників. Якщо 

один з учасників не цікавиться, наприклад, жанром «horror», відповідна 

компонента групового вектора буде близькою до нуля незалежно від того, 

наскільки інші члени групи симпатизують цьому жанру. 

Перевагою стратегії є гарантована справедливість стосовно кожного 

учасника: підсумкова рекомендація не міститиме фільмів з ознаками, які явно 

неприйнятні для будь-кого в групі. Це особливо важливо в сценаріях, де 

подальша незадоволеність одного учасника може зруйнувати весь груповий 

досвід – як, зокрема, при перегляді фільму в реальному часі. Емпіричні 

дослідження групових рекомендаційних систем у сфері фільмів і туризму 

підтверджують, що користувачі вважають справедливість одним з 

найважливіших чинників сприйняття якості рекомендації, інколи вище за 

середню релевантність [43][26]. 

Слабкою стороною стратегії є істотне звуження множини потенційних 

рекомендацій. У великих або різноманітних за смаками групах груповий вектор 

може стати настільки «бідним», що жоден фільм каталогу не виявиться 

достатньо релевантним, або підсумкові рекомендації обмежаться 

компромісними варіантами без вираженої жанрової специфіки. Цей ефект 
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посилюється з ростом розміру групи: для пари (N = 2) ймовірність того, що для 

якоїсь компоненти знайдеться нульовий або близький до нуля індивідуальний 

учасник, є помірною, тоді як для групи з десяти осіб майже всі компоненти, окрім 

універсально популярних жанрів і ключових слів, опиняться занижені до 

мінімального рівня. Обчислювальна складність стратегії становить O(N · d) – як 

і у випадку середнього арифметичного. 

Стратегія максимального задоволення (Most Pleasure) 

Стратегія максимального задоволення є дзеркальною щодо мінімального 

незадоволення: групова компонента формується як максимум серед відповідних 

компонент індивідуальних векторів учасників: 

𝐩𝐆,𝐢
𝐦𝐚𝐱 = 𝐦𝐚𝐱(𝐤 = 𝟏, … , 𝐍) 𝐩𝐮𝐤,𝐢, 𝐢 =  𝟏, 𝟐, … , 𝐝  (2.17) 

Концептуально цей підхід реалізує оптимізм щодо колективних 

вподобань: якщо хоч одного з учасників сильно цікавить певна ознака, ця 

зацікавленість фіксується у груповому профілі повністю. Метод дозволяє 

виявляти найбільш виразні інтереси групи та формувати рекомендації, що 

яскраво відображають смаки активних або «домінуючих» у плані смаків 

учасників. 

Слабкими сторонами стратегії є її низька стійкість до полярних або 

взаємовиключних вподобань усередині групи та схильність до рекомендації 

фільмів, що сильно подобаються одному учаснику, але можуть бути 

нейтральними або неприйнятними для інших. Зокрема, якщо в групі є учасник із 

гостро вираженою симпатією до специфічного жанру, тоді як інші учасники до 

нього байдужі, підсумкова рекомендація з високою ймовірністю буде 

зосереджена саме навколо цього жанру. У сценаріях, де метою є знаходження 

компромісу, ця властивість є небажаною. Обчислювальна складність – O(N · d). 

Стратегія зваженої агрегації (Weighted Average) 

Зважена агрегація узагальнює стратегію середнього арифметичного 

шляхом призначення кожному учаснику індивідуальної ваги 𝛼𝑘, що відображає 

його відносну важливість у формуванні групового вибору: 
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𝐩𝐆,𝐢
𝐰𝐠𝐭

=
( ∑ 𝛂𝐤

𝐍
𝐤=𝟏 · 𝐩𝐮𝐤,𝐢)

( ∑ 𝛂𝐤
𝐍
𝐤=𝟏 )

, 𝐢 =  𝟏, 𝟐, … , 𝐝   (2.18) 

де 𝛼𝑘 > 0 – вага учасника 𝑢𝑘, та виконується умова нормування 𝛴 𝛼𝑘 = 1, 

що дозволяє опустити знаменник у формулі (2.18). 

Призначення ваг може ґрунтуватися на різних принципах залежно від мети 

застосування. У реалізованій системі за замовчуванням використовується підхід, 

у якому вага учасника визначається обсягом його історії взаємодій із системою: 

𝜶𝒌 =
|𝑹𝒖𝒌

|

( 𝜮𝒋=𝟏
𝑵 |𝑹𝒖𝒋

|)
      (2.19) 

де |𝑅𝑢𝑘
| – кількість фільмів, оцінених учасником 𝑢𝑘. Обґрунтування цього 

вибору полягає в тому, що користувач з більшим обсягом оцінок має статистично 

надійніший вектор уподобань, який точніше відображає його реальні смаки. 

Користувач, що оцінив, наприклад, два фільми, має вектор, сильно зміщений у 

бік цих двох конкретних об'єктів, тоді як вектор користувача з сотнею оцінок 

репрезентує усереднену структуру його вподобань. У сценарії групової 

рекомендації логічно надавати більшу вагу профілям, що містять більше 

інформації. 

Альтернативні схеми зважування включають: фіксовані ваги, що 

задаються вручну (наприклад, господар сесії має вагу 0.5, гості – порівну 

розподілені 0.5); зважування за «активністю в сесії» – частотою свайпів або 

взаємодій у конкретній груповій сесії; зважування за коефіцієнтом довіри, 

обчисленим через схожість історичних оцінок учасника з оцінками інших членів 

групи. Усі ці схеми реалізуються в межах формули (2.18) лише через зміну 

способу обчислення 𝛼𝑘. Реалізація конкретної схеми залежить від контексту 

використання та винесена на рівень налаштувань адміністратора системи. 

Перевагою зваженої агрегації є її гнучкість і здатність відображати реальні 

асиметрії в групах: учасники з більшим досвідом або з провідною роллю в сесії 

природно отримують більший вплив на результат. Слабкою стороною є ризик 

ігнорування думок учасників із низькими вагами, що може призвести до 
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недостатньої справедливості рекомендації для них. Обчислювальна складність – 

O(N · d), як і в попередніх стратегіях. 

Комбінований підхід 

Як показано вище, кожна з чотирьох класичних стратегій має 

взаємодоповнювальні сильні та слабкі сторони: середнє арифметичне 

максимізує сумарну релевантність, але ігнорує меншість; мінімум гарантує 

справедливість, але звужує множину рекомендацій; максимум виявляє виразні 

смаки, але нестійкий до полярних учасників; зважена агрегація гнучка, але 

створює ризик домінування окремих профілів. У межах роботи запропоновано 

комбінований підхід, що поєднує переваги двох найбільш практично цінних 

стратегій – зваженої агрегації та мінімального незадоволення – на основі 

двоступеневої композиції операторів. 

Ідея комбінованого методу полягає у тому, щоб поєднати дві 

найзмістовніші стратегії – зважену агрегацію (як механізм максимізації загальної 

релевантності) та принцип мінімального незадоволення (як механізм 

забезпечення справедливості) – у формі опуклої комбінації. Формально: 

𝒑𝑮,𝒊
𝒄𝒎𝒃 = 𝜷 · 𝒑𝑮,𝒊

𝒎𝒊𝒏 + (𝟏 − 𝜷) · 𝒑𝑮,𝒊
𝒘𝒈𝒕   (2.20) 

де β ∈ [0, 1] – параметр, що визначає відносну вагу двох доданків у 

підсумковому груповому векторі. При β = 0 формула (2.20) вироджується у 

звичайну зважену агрегацію – фактично максимізацію сумарної задоволеності, 

тоді як при β = 1 – у стратегію мінімального незадоволення з її акцентом на 

справедливість. Проміжні значення β ∈ [0.2, 0.4] забезпечують поступовий 

перехід між цими двома граничними випадками. У реалізованій системі за 

замовчуванням обрано значення β = 0.3, що відповідає співвідношенню 70% ваги 

зваженій агрегації та 30% мінімумові й забезпечує переважну орієнтацію на 

загальну релевантність зі стабілізуючим впливом мінімального обмеження. 

Концептуальною основою цього підходу є рекомендація Quintarelli та 

співавторів щодо «гнучких» стратегій агрегації, які поєднують декілька 

класичних підходів залежно від характеру задачі [6], а також спостереження Yin 
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та співавторів щодо неоптимальності будь-якої однієї статичної стратегії [7]. 

Запропонована опукла комбінація є простою, обчислювально ефективною та 

інтерпретовною альтернативою методам машинного навчання адаптивної 

агрегації: вона не потребує тренувальних даних з історії групових виборів, що 

особливо цінне для сценарію ситуативних груп, та може бути обчислена в 

реальному часі на мобільному пристрої. 

Обчислювальна складність комбінованого підходу – O(N · d), що збігається 

з усіма попередніми стратегіями. Параметр β виноситься на рівень налаштувань 

сесії: за замовчуванням використовується значення β = 0.3, що в попередніх 

внутрішніх експериментах продемонструвало найкращий баланс між середньою 

релевантністю та мінімальною індивідуальною задоволеністю учасників 

(детальний аналіз метрик якості – у підрозділі 3.4). 

Узагальнення методів 

Зведена характеристика п'яти розглянутих методів агрегації наведена в 

таблиці 2.1. 

 

Таблиця 2.1 – Порівняльна характеристика методів агрегації векторів 

вподобань 

Метод Формула Пріоритет Слабка сторона Складність 
Середнє 

арифметичне (
1

𝑁
) · 𝛴𝑝𝑘 

Сумарна 

релевантність 
Ігнорування 

меншості 
O(N·d) 

Мінімум min 𝑝𝑘 
Справедливість, 

право вето 
Звуження 

рекомендацій 
O(N·d) 

Максимум max 𝑝𝑘 Виразність смаків 
Нестійкість до 

полярності 
O(N·d) 

Зважений 𝛴𝛼𝑘 · 𝑝𝑘 
Інформативність 

профілів 
Домінування 

активних 
O(N·d) 

Комбінований 
𝛽 ⋅ 𝑝𝑚𝑖𝑛

+ (1 − 𝛽)
⋅ 𝑝𝑤𝑔𝑡 

Баланс 
Потребує 

налаштування β 
O(N·d) 

 

Подальше використання сформованого групового вектора 𝒑𝐺 відбувається 

за тією самою схемою, що й у випадку індивідуальної рекомендації: для кожного 

фільму каталогу обчислюється косинусна схожість 𝑠𝑖𝑚𝑐𝑜𝑠(𝒑𝐺 , 𝒗𝑚) за формулою 

(2.8), і фільми ранжуються за спаданням цієї метрики. Підсумкові N фільмів 
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повертаються групі як рекомендація. Ця властивість – однорідність обробки 

індивідуальних і групових сценаріїв – є важливою архітектурною 

характеристикою системи, що дозволяє реалізувати обидва режими через 

спільний обчислювальний модуль із мінімальною дуплікацією логіки. 

Об'єктивна оцінка якості сформованих груповою агрегацією рекомендацій 

неможлива без формалізації метрик, що дозволяють кількісно порівнювати 

результати різних стратегій. Опис відповідних метрик, що відображають як 

середню релевантність, так і справедливість розподілу задоволеності між 

учасниками групи, наведено в наступному підрозділі. 

2.4 Метрики оцінки якості та справедливості групових рекомендацій 

Розглянуті в попередньому підрозділі стратегії агрегації принципово 

відрізняються своїми пріоритетами: одні максимізують сумарну релевантність, 

інші – гарантують справедливість стосовно окремих учасників. Об'єктивне 

порівняння цих стратегій неможливе без формалізації кількісних метрик, що 

дозволяють оцінювати різні аспекти якості сформованої рекомендації. 

Опубліковані дослідження групових рекомендаційних систем формулюють 

кілька десятків таких метрик, проте більшість з них зводиться до трьох 

концептуальних осей: середньої релевантності для групи, мінімальної 

задоволеності окремого учасника та симетрії розподілу задоволеності між 

членами групи [15][8][43]. У цьому підрозділі формалізовано три ключові 

метрики, прийняті в розроблюваній системі, наведено їх математичне означення, 

інтерпретацію та обчислювальну складність. 

Метрика середньої групової задоволеності 

Першою фундаментальною характеристикою якості групової рекомендації 

є середня задоволеність учасників. Нехай m – рекомендований групі фільм, 𝒗𝑚 – 

його вектор ознак, а 𝒑{𝑢𝑘}, k = 1, ..., N, – індивідуальні вектори вподобань 

учасників групи G. Індивідуальна задоволеність учасника 𝑢𝑘 від рекомендації 

фільму m визначається як косинусна схожість між його профілем та вектором 

фільму: 
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𝒔𝒂𝒕(𝒖𝒌, 𝒎) = 𝒔𝒊𝒎𝐜𝐨𝐬(𝒑𝒖𝒌
, 𝒗𝒎)    (2.21) 

що формально збігається з релевантністю rel(𝑢𝑘, m), означеною в формулі 

(2.9), та належить інтервалу [0, 1] завдяки невід'ємності компонент векторів. 

Середня групова задоволеність обчислюється як середнє арифметичне 

індивідуальних задоволеностей: 

𝒂𝒗𝒈𝑺𝒂𝒕(𝑮, 𝒎) =  (
𝟏

𝑵
) ·  𝜮𝒌=𝟏

𝑵 𝒔𝒂𝒕(𝒖𝒌, 𝒎)  (2.22) 

Метрика avgSat приймає значення в інтервалі [0, 1] та відображає 

інтегральну привабливість фільму для групи в цілому. Її максимізація відповідає 

принципу утилітаризму: підсумкова рекомендація має забезпечити найвищу 

сумарну користь, навіть за рахунок нерівномірного її розподілу. Очікувано, що 

стратегія агрегації середнього арифметичного (формула 2.14) демонструватиме 

найвищі значення avgSat серед усіх класичних стратегій, оскільки безпосередньо 

оптимізує цей критерій. Обчислювальна складність метрики становить O(N · d). 

Метрика мінімальної задоволеності 

Друга метрика орієнтована на справедливість стосовно окремих учасників. 

Мінімальна задоволеність визначається як найменше серед індивідуальних 

значень задоволеності: 

𝒎𝒊𝒏𝑺𝒂𝒕(𝑮, 𝒎) = 𝐦𝒊𝐧𝒌=𝟏,…,𝑵 𝒔𝒂𝒕(𝒖𝒌, 𝒎)   (2.23) 

Ця метрика формалізує концепцію «найслабшої ланки»: якщо хоча б один 

учасник групи має низьку індивідуальну задоволеність, minSat буде низькою 

незалежно від того, наскільки високими є задоволеності інших членів. У 

контексті колективного перегляду фільму ця характеристика є особливо 

важливою, оскільки незадоволеність одного учасника може зруйнувати спільний 

досвід для всіх інших. 

Метрика minSat приймає значення в інтервалі [0, 1] та реалізує принцип 

Ролза – оцінювання справедливості розподілу через стан найменш забезпеченого 

члена групи. Очікувано, що стратегія мінімального незадоволення (формула 

2.16) демонструватиме найвищі значення minSat, оскільки безпосередньо 
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налаштована на максимізацію цього критерію. Обчислювальна складність – O(N 

· d). 

Метрика розриву справедливості 

Третя метрика, що використовується в розроблюваній системі, відображає 

рівномірність розподілу задоволеності між учасниками. Розрив справедливості 

(fairness gap) визначається як різниця між максимальною та мінімальною 

індивідуальною задоволеністю в групі: 

𝒇𝒂𝒊𝒓𝒏𝒆𝒔𝒔𝑮𝒂𝒑(𝑮, 𝒎) = 𝒎𝒂𝒙𝒌=𝟏,...,𝑵𝒔𝒂𝒕(𝒖𝒌, 𝒎) − 𝒎𝒊𝒏𝒌=𝟏,...,𝑵𝒔𝒂𝒕(𝒖𝒌, 𝒎)

           (2.24) 

Метрика приймає значення в інтервалі [0, 1] та інтерпретується 

протилежно до попередніх двох: чим менше значення fairnessGap, тим 

симетричніший розподіл задоволеності серед членів групи, і тим справедливіше 

сприймається рекомендація. Значення fairnessGap = 0 означає ідеальну 

справедливість – усі учасники мають ідентичну задоволеність, – тоді як 

fairnessGap, близьке до одиниці, відповідає ситуації, коли одні члени групи 

отримують значно вищу задоволеність порівняно з іншими. 

Концептуально fairnessGap доповнює minSat: дві метрики можуть давати 

різні висновки про справедливість для одного і того самого фільму. Розглянемо 

два умовні приклади. У першому випадку група з трьох учасників отримує 

індивідуальні задоволеності (0.85, 0.85, 0.85): тут minSat = 0.85, fairnessGap = 0 – 

і висока задоволеність, і ідеальна справедливість. У другому випадку – (0.95, 

0.90, 0.65): minSat = 0.65, fairnessGap = 0.30 – порівняно нижча мінімальна 

задоволеність та явна асиметрія. Обчислювальна складність – O(N · d). 

В альтернативних формулюваннях, що зустрічаються в літературі, замість 

простої різниці використовується стандартне відхилення σ(sat) або міра Джині, 

обчислена за вектором індивідуальних задоволеностей [27][28]. Загальний огляд 

напрямків дослідження справедливості в рекомендаційних системах, включаючи 

різні підходи до її формалізації та виміру, подано в роботі [44]. Ці варіанти 

забезпечують більш плавну характеристику нерівномірності, проте їхня 

інтерпретація менш зрозуміла для кінцевого користувача. 
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Комбіноване ранжування 

Жодна з трьох метрик, узята окремо, не дає повної характеристики якості 

групової рекомендації. Найвища середня задоволеність може супроводжуватися 

критично низькою задоволеністю окремих учасників; найвища мінімальна 

задоволеність може досягатися за ціною низької загальної релевантності; 

ідеальна справедливість можлива в умовах, коли всі члени групи однаково 

незадоволені. Для подолання цих обмежень у розроблюваній системі 

застосовується комбінована метрика якості, що поєднує всі три критерії з 

ваговими коефіцієнтами: 

𝑸(𝑮, 𝒎) =  𝜸𝟏 ·  𝒂𝒗𝒈𝑺𝒂𝒕(𝑮, 𝒎) + 𝜸𝟐 ·  𝒎𝒊𝒏𝑺𝒂𝒕(𝑮, 𝒎) + 𝜸𝟑 ·  (𝟏 −

 𝒇𝒂𝒊𝒓𝒏𝒆𝒔𝒔𝑮𝒂𝒑(𝑮, 𝒎))        (2.25) 

де γ₁, γ₂, γ₃ ≥ 0 – вагові коефіцієнти, що відображають відносну важливість 

кожної компоненти, з умовою нормування γ₁ + γ₂ + γ₃ = 1. Перший і другий 

доданки додаються, оскільки максимізація відповідних метрик є бажаною; третій 

доданок входить як (1 − fairnessGap), оскільки нижче значення fairnessGap 

відповідає вищій якості рекомендації; завдяки нормуванню вираз (1 − 

fairnessGap) також належить інтервалу [0, 1]. 

Конкретні значення вагових коефіцієнтів залежать від сценарію 

застосування. Для типового сценарію «компанія друзів обирає фільм на вечір» у 

реалізованій системі за замовчуванням використовуються значення γ₁ = 0.5, γ₂ = 

0.3, γ₃ = 0.2, що відображає пріоритет загальної релевантності над абсолютною 

справедливістю, проте з суттєвим врахуванням обох додаткових критеріїв. У 

сценаріях критичного характеру – наприклад, в адаптації запропонованої моделі 

до галузей, де незадоволеність одного учасника має серйозні наслідки (медичні 

консиліуми, судочинство, корпоративні рішення), – рекомендовано підвищувати 

γ₂ за рахунок γ₁. 

Підкреслимо, що формула (2.25) використовується для оцінювання 

рекомендації, а не для її формування. Сама рекомендація формується на основі 

косинусної схожості між груповим вектором 𝑝𝐺 і вектором фільму (формула 2.8), 

де груповий вектор обчислений однією з п'яти стратегій агрегації, описаних у 
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підрозділі 2.3. Метрика Q(G, m) використовується для постфактум ранжування 

результатів різних стратегій між собою – для емпіричного порівняння та 

аналітичних звітів адміністратора системи, як буде показано в розділі 3. 

Звʼязок між стратегіями агрегації та метриками 

Прийняті в роботі метрики дозволяють формалізувати теоретичні 

очікування щодо поведінки кожної стратегії агрегації. Для зручності зіставлення 

основні передбачення наведено в таблиці 2.2. 

Таблиця 2.2 – Очікувана поведінка стратегій агрегації за прийнятими 

метриками 

Стратегія avgSat minSat fairnessGap 
Середнє арифметичне високе помірне помірний 

Мінімум помірне високе низький 
Максимум помірне низьке високий 

Зважене високе помірне помірний 
Комбінований високе високе низький 

 

Як видно з таблиці, жодна з класичних стратегій не забезпечує одночасно 

високих значень avgSat та minSat при низькому fairnessGap. Запропонований у 

попередньому підрозділі комбінований підхід є гіпотезою про можливість 

досягнення цього стану за рахунок поєднання зваженої агрегації та принципу 

мінімуму. Емпіричне підтвердження або спростування цієї гіпотези на реальних 

даних виходить за межі цієї роботи та є природним напрямком подальших 

досліджень. У межах цієї роботи комбінований підхід реалізовано як 

архітектурний компонент системи з можливістю інтерактивного порівняння його 

результатів з результатами класичних стратегій (детально в розділі 3). 

Висновки до розділу 2 

У другому розділі сформовано математичну основу розроблюваної 

рекомендаційної системи, що дозволяє реалізувати індивідуальні та групові 

рекомендації в єдиному обчислювальному фреймворку. Підсумкові результати 

розділу полягають у такому. 

По-перше, побудовано векторне представлення фільмів і користувачів у 

спільному d-вимірному просторі ознак, що складається з двох концептуально 
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різних груп вимірів: категоріальних (жанри та ключові слова, представлені 

бінарними індикаторами) та числових (середня оцінка TMDB та показник 

популярності). Числові ознаки нормалізовано до інтервалу [0, 1] за методом min-

max, що забезпечує однорідність впливу різних характеристик на обчислення 

схожості. Підсумкова розмірність простору ознак у реалізованій системі 

становить близько 50 компонент. 

По-друге, формалізовано побудову вектора вподобань користувача як 

зваженого середнього векторів оцінених фільмів, де вага кожного фільму 

визначається наданою користувачем оцінкою. Запропоновано техніку 

інкрементального оновлення вектора, що зводить часову складність обробки 

нової оцінки до константного відносно обсягу історії взаємодій часу O(d). Для 

розв'язання проблеми холодного старту користувача реалізовано процедуру 

онбордингу з мінімальною кількістю оцінок 𝑁𝑜𝑛𝑏. 

По-третє, обґрунтовано вибір косинусної схожості як основної метрики 

релевантності та формально доведено її переваги над альтернативними 

варіантами – евклідовою відстанню, коефіцієнтом кореляції Пірсона та індексом 

Жаккара – у контексті системи з гібридним простором ознак. 

По-четверте, формалізовано чотири класичні стратегії агрегації 

індивідуальних векторів у груповий профіль – середнього арифметичного, 

мінімального незадоволення, максимального задоволення та зваженої агрегації, 

– а також запропоновано комбінований підхід, що поєднує зважену агрегацію з 

принципом мінімуму через параметр β. Доведено, що всі п'ять стратегій мають 

однакову обчислювальну складність O(N · d) та можуть бути використані в 

межах єдиного архітектурного компонента системи. У ваговій схемі за 

замовчуванням використано принцип «вага пропорційна обсягу історії 

взаємодій», що відображає більшу інформативність профілів із багатою історією 

оцінок. 

По-п'яте, сформульовано три метрики оцінки якості та справедливості 

групових рекомендацій: середня групова задоволеність (avgSat), мінімальна 

задоволеність (minSat) та розрив справедливості (fairnessGap). На їх основі 
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запропоновано комбіновану метрику якості Q(G, m) з ваговими коефіцієнтами, 

що дозволяє єдиним числом оцінювати різні стратегії агрегації та забезпечувати 

їх емпіричне порівняння. Сформовано теоретичні очікування щодо поведінки 

кожної стратегії за прийнятими метриками. 

Сукупно розроблена математична модель забезпечує всі необхідні 

передумови для програмної реалізації системи. Сформовані алгоритми мають 

низьку обчислювальну складність та допускають ефективну реалізацію на 

серверній і клієнтській частинах системи. Конкретна архітектурна реалізація 

моделі – структура бази даних, серверні модулі, API-ендпоінти та мобільний 

інтерфейс – розглядається в наступному розділі. 
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РОЗДІЛ 3 ПРОГРАМНА РЕАЛІЗАЦІЯ СИСТЕМИ КОЛЕКТИВНИХ 

РЕКОМЕНДАЦІЙ 

3.1 Архітектура системи 

Розроблена в межах роботи система реалізована як клієнт-серверний 

програмний продукт, який отримав робочу назву CineOpt. Архітектура системи 

побудована з урахуванням функціональних вимог, сформульованих у підрозділі 

1.3, та технологічного стеку, обґрунтованого в підрозділі 1.4. Загальна структура 

системи складається з трьох основних компонентів: мобільного клієнта для 

платформи Android, серверної частини на базі фреймворку Ktor та зовнішніх 

сервісів – Firebase Authentication для ідентифікації користувачів і The Movie 

Database (TMDB) для отримання метаданих про фільми. Узагальнена схема 

взаємодії компонентів наведена на рисунку 3.1. 

 

Рисунок 3.1 – Загальна архітектура системи CineOpt 



56 
 

Принципи побудови архітектури. В основу архітектури покладено три 

ключові принципи: розподіл відповідальностей між шарами, односторонню 

залежність компонентів та мінімізацію стану на стороні клієнта. Розподіл 

відповідальності реалізовано через класичний шаруватий підхід – як на клієнті, 

так і на сервері компоненти впорядковано в три рівні від інтерфейсу до даних, де 

кожен наступний рівень знає виключно про сусідні нижчі шари. Одностороння 

залежність забезпечує, що зміни на нижчих рівнях (наприклад, у схемі бази 

даних) не потребують модифікацій вищих шарів за умови збереження контракту. 

Мінімізація стану на клієнті означає, що мобільний застосунок не зберігає 

локально складних обчислюваних даних – векторів користувача, групових 

профілів, кешу рекомендацій, – а звертається до серверу за актуальною 

інформацією на кожен запит. Цей принцип спрощує розробку клієнта, спрощує 

тестування та усуває проблеми синхронізації стану між різними пристроями 

одного користувача. 

Шари серверної частини 

Шар HTTP-маршрутів. Найвищий шар серверної частини відповідає за 

прийом HTTP-запитів від клієнтів, валідацію вхідних параметрів, перевірку 

автентифікації та делегування виконання відповідним сервісам. У Ktor цей шар 

реалізовано через декларативне оголошення маршрутів – кожен ендпоінт 

пов'язаний з функцією-обробником, що приймає об'єкт запиту, виконує 

мінімальну логіку (десеріалізацію, валідацію) та повертає результат у форматі 

JSON. Маршрути логічно згруповано за функціональними областями: 

автентифікація, користувачі, фільми, оцінки, рекомендації, групові сесії. Повний 

перелік API-ендпоінтів наведено в підрозділі 3.2. 

Шар сервісів. Середній шар містить бізнес-логіку системи – алгоритми 

обчислення рекомендацій, побудови та оновлення векторів користувачів, 

агрегації групових профілів, керування життєвим циклом сесій. Цей шар 

повністю незалежний від HTTP-протоколу: жоден сервіс не приймає об'єктів 

запиту або відповіді безпосередньо, а працює з ідентифікаторами сутностей 

(UUID для користувачів та сесій, INTEGER для фільмів) та повертає DTO-моделі 
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для подальшої серіалізації маршрутним шаром. Така ізоляція дозволяє тестувати 

бізнес-логіку незалежно від HTTP-шару та потенційно переносити її на інший 

транспортний рівень (наприклад, gRPC або WebSocket) без модифікацій. У 

межах системи реалізовано такі основні сервіси: 

– RecommendationService – обчислення індивідуальних та групових   

рекомендацій, інкрементальне оновлення векторів вподобань користувачів   з 

використанням стратегій агрегації, описаних у підрозділі 2.3; 

– MovieImportService – побудова векторного представлення фільмів за   

метаданими, синхронізація локального каталогу із зовнішнім джерелом даних; 

– TmdbService – HTTP-клієнт офіційного TMDB API, що інкапсулює   

взаємодію з зовнішнім сервісом, керування ключем доступу та обмеженням   

частоти запитів; 

– RefreshOldMoviesJob – фонове завдання періодичного оновлення   

метаданих фільмів, що не оновлювалися протягом тривалого часу. 

Шар даних. Найнижчий шар серверної частини відповідає за роботу зі 

сховищем даних. Реалізовано класичний паттерн репозиторіїв (Repository 

Pattern): для кожної сутності предметної області існує окремий клас, що 

інкапсулює всі операції зчитування та запису до відповідних таблиць 

PostgreSQL. Сервіси вищого рівня працюють з репозиторіями виключно через 

інтерфейси, що дозволяє замінювати конкретну реалізацію репозиторію 

(наприклад, замінити PostgreSQL на in-memory сховище для тестів) без 

модифікації бізнес-логіки. 

Шари мобільного клієнта 

Архітектура мобільного клієнта побудована за паттерном MVVM (Model-

View-ViewModel) – стандартним для розробки Android-додатків із 

застосуванням Jetpack Compose. Цей паттерн реалізує однонаправлений потік 

даних від моделі до представлення та подій від представлення до моделі, що 

дозволяє чітко розмежувати відповідальність шарів. 

Шар представлення (View). Реалізований засобами Jetpack Compose у 

вигляді композиційних функцій, що описують інтерфейс декларативно як 
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функцію від стану. Кожен екран додатка – стартовий, онбординг, особистий 

кабінет, перегляд фільмів, групова сесія – складається з ієрархії компонентів 

Compose, що автоматично рекомпонуються в разі зміни стану. Шар 

представлення не містить логіки обробки даних і виконує винятково функцію 

візуалізації. 

Шар моделі представлення (ViewModel). Проміжний шар, що поєднує 

представлення з шаром даних. Для кожного екрана існує власний ViewModel, що 

утримує стан екрана у вигляді спостережних потоків (StateFlow або LiveData) та 

обробляє події інтерфейсу – натискання кнопок, введення тексту, свайпи карток 

фільмів. ViewModel переживає поворот пристрою та інші зміни конфігурації без 

втрати стану, що є важливою архітектурною властивістю на платформі Android. 

Шар даних (Repository). Найнижчий шар клієнта, що інкапсулює 

взаємодію із зовнішніми джерелами даних: серверним API через бібліотеку 

Retrofit, сервісом Firebase Authentication для отримання JWT-токенів та 

локальним сховищем налаштувань через DataStore Preferences. Складні 

обчислювальні дані – векторні профілі, групові рекомендації – на стороні клієнта 

не кешуються, відповідно до прийнятого принципу мінімізації стану. Репозиторії 

мобільного клієнта виконують роль абстракції джерела даних: приховують 

деталі мережевої взаємодії від вищих шарів та забезпечують єдиний інтерфейс 

доступу до доменних об'єктів незалежно від того, чи запитуються вони з 

серверного API, чи з локального сховища налаштувань. 

Взаємодія з зовнішніми сервісами 

Firebase Authentication є зовнішнім провайдером ідентифікації 

користувачів. Послідовність взаємодії при автентифікації виглядає таким чином: 

користувач здійснює вхід на стороні мобільного клієнта через Firebase SDK, 

отримуючи JWT-токен; клієнт додає цей токен як заголовок Authorization до 

кожного запиту до серверного API; сервер при отриманні запиту валідує токен 

шляхом звірки цифрового підпису з публічними ключами Google, отримуючи 

унікальний ідентифікатор користувача (Firebase UID); сервер використовує цей 

UID як ключ при пошуку профілю в локальній базі даних. Завдяки цій схемі 
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серверна частина не зберігає паролів та не виконує операцій автентифікації 

самостійно, що значно знижує ризик безпеки. 

Інтеграція з TMDB виконує дві функції в системі. По-перше, вона є 

першоджерелом метаданих про фільми. Базовий каталог системи сформовано з 

публічного набору TMDB 5000 Movies Dataset, доступного у вигляді CSV-файлу 

на платформі Kaggle [39]. Вибір на користь TMDB замість традиційних для 

наукових досліджень наборів MovieLens зумовлений можливістю отримання 

значно ширшого переліку семантичних ознак (як-от ключові слова та постери) 

для побудови векторної моделі, незважаючи на фундаментальну роль останніх у 

розвитку галузі [45]. Це дозволило одноразово завантажити основні метадані 

близько п'яти тисяч найпопулярніших фільмів без масових звертань до TMDB 

API. По-друге, для метаданих, відсутніх у вихідному CSV-наборі (постери, 

ключові слова, повний склад акторів) використовується безпосередньо TMDB 

API: дані довантажуються при першому зверненні до фільму, а також періодично 

оновлюються фоновим завданням RefreshOldMoviesJob. Доступ до TMDB 

виконується виключно з серверної частини: мобільний клієнт ніколи не 

звертається до TMDB безпосередньо, що дозволяє приховати ключ API, 

контролювати частоту запитів та централізовано керувати кешуванням 

результатів. 

Для зниження залежності системи від доступності TMDB реалізовано 

політику регулярного оновлення метаданих фільмів. Метадані кожного фільму 

перевіряються на актуальність не частіше ніж раз на шість місяців: при 

наступному звертанні до фільму після цього інтервалу сервер виконує фоновий 

запит до TMDB, оновлює локальний запис та повертає актуальну версію клієнту. 

Такий підхід забезпечує баланс між свіжістю даних і навантаженням на 

зовнішній API. 

Безпека комунікації. У production-середовищі комунікація між клієнтом і 

сервером забезпечується через HTTPS з TLS-шифруванням на рівні платформи 

хостингу, що унеможливлює перехоплення JWT-токенів і користувацьких даних 

у каналі зв'язку. У режимі локальної розробки використовується HTTP з 
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обмеженням доступу до локальної мережі. Додатковим заходом безпеки є 

валідація терміну дії токена на сервері: токени, видані Firebase, мають 

обмежений термін дії (за замовчуванням одна година), після чого клієнт повинен 

повторно отримати новий токен через Firebase SDK, що обмежує наслідки 

потенційного витоку токена у часі. 

3.2 Структура бази даних та основні API-ендпоінти 

Структура бази даних 

База даних системи спроєктована відповідно до основних сутностей 

предметної області – користувачів, фільмів, оцінок та групових сесій. Схема 

нормалізована до третьої нормальної форми, що забезпечує цілісність даних і 

відсутність аномалій оновлення. Реляційна модель реалізована в PostgreSQL із 

застосуванням двох типів первинних ключів: UUID для сутностей, що 

створюються самою системою (користувачі, групові сесії), та INTEGER для 

фільмів – де ідентифікатор збігається з TMDB ID. Такий вибір забезпечує пряму 

сумісність з зовнішнім каталогом метаданих: будь-яке посилання на фільм у 

локальній базі може бути безпосередньо використане для запиту до TMDB API 

без додаткових перетворень ідентифікаторів. Варто зауважити, що для частини 

сутностей було свідомо відхилено використання фізичних обмежень зовнішніх 

ключів (FOREIGN KEY) на рівні самої СУБД. Перевірка цілісності та валідація 

даних повністю делеговані на рівень бізнес-логіки високорівневої мови 

програмування (бекенду). Таке архітектурне рішення дозволило уникнути 

дублювання перевірок (яке призводить до надлишкового сповільнення операцій 

запису), а також нівелювало ризики виникнення станів перегонів (race conditions) 

під час високоінтенсивного паралельного оновлення векторів та парсингу 

великих обсягів даних. Прийнята архітектура обмежень цілісності та індексації 

спирається на дослідження алгоритмів читання та запису в реляційних СУБД, що 

підтвердило критичний вплив фізичних перевірок на боці бази даних на 

пропускну здатність операцій масового оновлення векторних профілів [46]. 

Ключові таблиці схеми та їхні зв'язки наведено в таблиці 3.1. 
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Таблиця 3.1 – Основні таблиці бази даних системи CineOpt 

Таблиця Призначення Ключові поля 

users 
Профілі 

користувачів 
id (UUID), firebase_uid (UNIQUE), display_name, 

share_code, birth_date, created_at 

user_vectors 
Поточні 

вектори 

вподобань 

user_id (PK, FK→users), vector, ratings_count, 

updated_at 

user_ratings 
Оцінки 

користувачів 
(user_id, movie_id) – composite PK, rating (CHECK 

1.0..10.0), created_at 

user_movie_status 
Статуси 

фільмів для 

користувача 

user_id, movie_id, status 

(watchlist/skipped/watched_liked/watched_disliked), 

created_at 

movies 
Метадані 

фільмів 

id (INTEGER, відповідає TMDB ID), title, overview, 

release_year, runtime, popularity, vote_average, 

poster_path, backdrop_path, last_synced_at, 

original_language 

movie_vectors 
Векторні 

представлення 

фільмів 
movie_id (PK, FK→movies), vector_text, updated_at 

genres 
Довідник 

жанрів 
id, name 

movie_genres 
Зв'язок «фільм 

↔ жанр» 

(M:N) 
movie_id, genre_id 

keywords 
Довідник 

ключових слів 
id, name 

movie_keywords 
Зв'язок «фільм 

↔ ключове 

слово» (M:N) 
movie_id, keyword_id 

persons 
Актори та 

творці 
id, name, profile_path, tmdb_id 

movie_credits 
Знімальний 

склад фільмів 
movie_id, person_id, role_type, character_name, 

cast_order 

movie_certifications 
Вікові 

обмеження 

фільмів 
movie_id, country_code, certification 

group_sessions Групові сесії 
id (UUID), code, status (waiting/ready/expired), 

aggregation_method, created_at, expires_at 

session_members 
Учасники 

групових сесій 
session_id (FK), user_id (FK), joined_at 

session_results 
Кеш 

результатів 

агрегації 
session_id (FK), movie_id (FK), score, rank 

 

Узагальнена ER-діаграма бази даних наведена на рисунку 3.2. 
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Рисунок 3.2 – ER-діаграма бази даних системи 

На етапі концептуального проєктування реляційної структури системи 

були враховані результати попереднього порівняльного аналізу інструментів 

моделювання даних, який обґрунтував переваги спеціалізованих CASE-засобів 

над універсальними графічними редакторами при роботі зі складними 

багатотабличними схемами [47]. 

Зауваження щодо зберігання векторів. Вектори вподобань користувачів 

і ознак фільмів зберігаються у вигляді серіалізованого тексту з фіксованою 

кількістю компонент (близько 50 елементів), що зчитується у пам'ять як масив 

дійсних чисел одинарної точності. Таблиця user_vectors містить додаткове поле 

ratings_count, що зберігає кількість раніше врахованих оцінок користувача та 

використовується в інкрементальній формулі (2.7) для обчислення нового 

вектора без повного перерахунку з нуля. Окремих полів для проміжної суми 

векторів або суми ваг не потрібно – алгоритм оперує лише поточним станом 

вектора та лічильником. 

Індексація. На ключові поля доступу – users.firebase_uid, users.share_code, 

group_sessions.code, session_members.user_id – створено B-tree індекси для 
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прискорення пошуку. На таблицях зв'язку (movie_genres, movie_keywords, 

movie_credits, session_members) використовуються складені первинні ключі, що 

одночасно виконують функцію індексу та забезпечують ефективні з'єднання у 

запитах. 

Основні API-ендпоінти 

Серверна частина надає клієнту RESTful API з понад двадцяти ендпоінтів, 

згрупованих за функціональними областями: користувачі, фільми, оцінки, 

статуси фільмів, рекомендації, групові сесії та адміністрування. Повний перелік 

основних ендпоінтів з описом їхнього призначення подано в таблиці 3.2. 

Ідентифікація сесій у запитах здійснюється через коротке кодове позначення 

(поле code, типу VARCHAR(8)), що генерується випадковим чином при 

створенні сесії  та використовується учасниками для приєднання. 

 

Таблиця 3.2 – Основні API-ендпоінти серверної частини 

Метод Шлях Призначення 

Користувачі   

GET /users/me Отримання поточного профілю 

PATCH /users/me Оновлення профілю (display_name, birth_date) 

Фільми   

GET /movies Список фільмів з фільтрацією та пагінацією 

GET /movies/{id} Деталі конкретного фільму 

GET /movies/{id}/detail 
Розширені деталі (актори, ключові слова, 

рекомендації) 

Оцінки   

POST /ratings Створення або оновлення оцінки (upsert) 

DELETE /ratings/{movieId} Видалення оцінки 

GET /users/me/ratings Список оцінок поточного користувача 

Статуси 

фільмів 
  

GET /movie-status Список усіх статусів користувача 

GET 
/movie-

status/watchlist 
Список фільмів у "подивитись пізніше" 
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Продовження таблиці 3.2 

Метод Шлях Призначення 

Статуси 

фільмів 
  

POST /movie-status 

Встановити статус 

(watchlist/skipped/watched_liked/watched_disli

ked) 

DELETE /movie-status/{movieId} Видалити статус 

Рекомендації   

GET /recommendations 
Індивідуальні рекомендації для поточного 

користувача 

Групові сесії   

POST /sessions Створення нової групової сесії 

POST /sessions/{code}/join Приєднання до сесії за кодом запрошення 

GET /sessions/{code} 
Інформація про сесію, її учасників та 

результати агрегації 

POST 
/sessions/{code}/recalcula

te 

Перерахування рекомендацій з новою 

стратегією агрегації 

Адмініструванн

я 
  

POST /admin/backfill-tmdb 
Імпорт постерів і додаткових метаданих з 

TMDB 

GET /admin/backfill-status Прогрес імпорту метаданих TMDB 

 

Усі ендпоінти, крім спеціально позначених як публічні, потребують 

валідного JWT-токена Firebase у заголовку Authorization. Тіла запитів та 

відповідей серіалізуються у форматі JSON. Помилки повертаються у 

структурованому форматі з полями code (текстовий ідентифікатор помилки для 

програмної обробки) та message (людиночитане повідомлення українською 

мовою), що дозволяє клієнту коректно обробляти специфічні сценарії помилок 

та локалізувати їх відображення для користувача. Сесії автоматично переходять 

у статус expired через 24 години після створення (поле expires_at), окремого 

ендпоінту для їх явного завершення не передбачено. 
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Приклад потоку запиту: групові рекомендації 

Для ілюстрації роботи системи розглянемо повний потік запиту групових 

рекомендацій. Послідовність виглядає таким чином: клієнт відправляє запит 

GET /sessions/{code} з JWT-токеном у заголовку; HTTP-шар сервера приймає 

запит, валідує токен через Firebase Admin SDK, отримує Firebase UID 

користувача та переконується, що цей користувач є учасником зазначеної сесії; 

шар маршрутів делегує виконання RecommendationService; сервіс отримує 

список учасників сесії та їхні вектори вподобань; за поточною стратегією 

агрегації сесії обчислюється груповий вектор за відповідною формулою з 

підрозділу 2.3; для кожного фільму каталогу, не оціненого жодним учасником, 

обчислюється косинусна схожість з груповим вектором та одночасно – метрики 

avgSat, minSat і fairnessGap для всіх учасників; результати сортуються за 

спаданням релевантності, перші N фільмів зберігаються у таблиці session_results 

та повертаються клієнту разом з полем status сесії. Загальний час обчислення для 

типової групи з трьох-п'яти учасників і каталогу з п'яти тисяч фільмів становить 

менше двохсот мілісекунд на типовому серверному обладнанні. 

3.3 Реалізація механізму індивідуальних та групових рекомендацій 

У цьому підрозділі розглянуто ключові аспекти програмної реалізації 

обчислювальної логіки системи – побудови вектора користувача, обчислення 

індивідуальних рекомендацій та формування групових рекомендацій з 

використанням різних стратегій агрегації. Усі лістинги коду, що демонструють 

деталі реалізації окремих фрагментів, оформлено мовою Kotlin відповідно до 

стилю серверної частини. Повні лістинги ключових класів наведено в додатку. 

Реалізація вектора фільму 

Векторне представлення фільму будується одноразово при імпорті 

метаданих з TMDB. Окремий клас MovieVectorBuilder приймає об'єкт 

MovieMetadata та глобальні довідники жанрів і ключових слів, повертаючи 

MovieVector – структуру даних, що містить власне вектор та попередньо 

обчислену норму: 
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data class MovieVector( 

    val movieId: Int, 

    val vector: FloatArray, 

    val updatedAt: java.time.Instant = java.time.Instant.now() 

) 

 

/** 

 * Збереження вектора у таблицю movie_vectors у форматі JSON-масиву. 

 * Використовується Locale.US для стабільності десяткового 

роздільника. 

 */ 

fun saveMovieVector(movieId: Int, vector: FloatArray) { 

    val json = "[${vector.joinToString(",") {  

        java.util.Locale.US.let { locale -> "%.6f".format(locale, 

it) }  

    }}]" 

} 

 

Функція normalize реалізує min-max нормалізацію за формулою (2.3), 

euclideanNorm – обчислення евклідової норми вектора за визначенням. Вектор 

ознак зберігається в таблиці movie_vectors у форматі серіалізованого JSON-

масиву. 

Реалізація інкрементального оновлення вектора користувача 

Серцем механізму індивідуальних рекомендацій є VectorMath, що реалізує 

процедуру інкрементального оновлення вектора користувача за формулою (2.7). 

Вибір зваженого арифметичного середнього як базової моделі інкрементального 

оновлення профілю є математично обґрунтованим: альтернативні методи 

поліноміальної інтерполяції високих ступенів схильні до феномену Рунге, що 

призвело б до аномальних викривлень компонент вектора при додаванні нових 

оцінок у крайові точки шкали [48]. Спрощений лістинг ключового методу 

наведено нижче: 
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fun incrementalUpdate( 

    oldVector: FloatArray, 

    oldCount: Int, 

    newMovieVec: FloatArray, 

    newRating: Double 

): FloatArray { 

    val result = FloatArray(VECTOR_DIM) 

     

    val newWeight = newRating / RATING_SCALE_MAX  

    val denom = oldCount + newWeight 

 

    for (i in 0 until VECTOR_DIM) { 

        result[i] = ((oldVector[i] * oldCount + newMovieVec[i] * 

newWeight) / denom).toFloat() 

    } 

    return result 

} 

 

Метод incrementalUpdate виконує оновлення профілю користувача за 

формулою (2.7), використовуючи лише поточне значення компоненти вектора та 

кількість раніше врахованих оцінок n. Це дозволяє уникнути зберігання 

проміжних сум векторів та ваг у базі даних. Незважаючи на теоретичну 

ефективність адаптивних оптимізаторів (Adam, AdamW) у навчанні глибоких 

нейронних мереж, для CineOpt було свідомо обрано детерміновані векторні 

операції — це гарантує збіжність результату навіть в умовах розрідженості 

оцінок, які є типовою характеристикою користувацьких профілів на ранніх 

етапах роботи із системою [49]. Обчислювальна складність операції становить 

O(d), де d = 50 – розмірність ознакового простору, що забезпечує миттєве 

оновлення рекомендацій при отриманні кожної нової оцінки. На відміну від 

стратегічних алгоритмів пошуку в деревах рішень (мінімакс, Монте-Карло, 

альфа-бета відсічення), які потребують глибокого розгортання простору 

альтернатив, лінійна агрегація векторів дозволяє досягти аналогічної якості 



68 
 

вибору рекомендованого об'єкта при суттєво менших обчислювальних витратах, 

що є критично важливим для роботи мобільного клієнта в реальному часі [50]. 

Реалізація стратегій агрегації. Стратегії агрегації, описані в підрозділі 

2.3, реалізовано як набір реалізацій спільного інтерфейсу AggregationStrategy: 

 

interface AggregationStrategy { 

    fun aggregate(userVectors: List<UserVector>, weights: 

List<Double>? = null): DoubleArray 

} 

 

data class UserVector( 

    val userId: java.util.UUID, 

    val vector: DoubleArray, 

    val ratingsCount: Int = 0 

) 

 

/** 

 * Стратегія мінімального незадоволення (Least Misery). 

 * Реалізація через single-pass пошук мінімуму. 

 */ 

class LeastMiseryStrategy : AggregationStrategy { 

    override fun aggregate(userVectors: List<UserVector>, weights: 

List<Double>?): DoubleArray { 

        require(userVectors.isNotEmpty()) 

        val dim = userVectors.vector.size 

        val result = DoubleArray(dim) { Double.MAX_VALUE } 

        for (user in userVectors) { 

            for (i in 0 until dim) { 

                if (user.vector[i] < result[i]) result[i] = 

user.vector[i] 

            } 

        } 

        return result 

    } 
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} 

 

/** 

 * Комбінована стратегія 

 * Опукла комбінація: p_G = β · p_min + (1 - β) · p_wgt [2]. 

 */ 

class CombinedStrategy(private val beta: Double = 0.3) : 

AggregationStrategy { 

    init { require(beta in 0.0..1.0) } 

    override fun aggregate(userVectors: List<UserVector>, weights: 

List<Double>?): DoubleArray { 

    } 

} 

 

/** 

 * Реєстр усіх доступних стратегій у системі. 

 */ 

object AggregationStrategies { 

    const val AVERAGE  = "average" 

    const val MINIMUM  = "minimum" 

    const val MAXIMUM  = "maximum" 

    const val WEIGHTED = "weighted" 

    const val COMBINED = "combined" 

 

    fun byName(method: String, beta: Double = 0.3): 

AggregationStrategy = when (method) { 

        MINIMUM  -> LeastMiseryStrategy() 

        COMBINED -> CombinedStrategy() 

        else     -> AverageStrategy 

    } 

} 

 

Стратегія максимального задоволення (MostPleasureStrategy) реалізована 

аналогічно до LeastMiseryStrategy із заміною операції мінімуму на максимум. Усі 
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п'ять стратегій є взаємозамінними завдяки спільному інтерфейсу, і вибір 

конкретної стратегії в межах сесії здійснюється через поле aggregation_strategy 

таблиці groups. 

Реалізація обчислення групових рекомендацій 

RecommendationService об'єднує описані компоненти в загальний алгоритм 

формування групової рекомендації: 

 

/** 

 * Реалізація загального алгоритму формування групової рекомендації. 

 * Об'єднує отримання профілів, агрегацію та розрахунок метрик 

якості. 

 */ 

fun getGroupRecommendations( 

    userIds: List<java.util.UUID>, 

    aggregationMethod: String 

): GroupRecommendationsResult { 

    val rawVectors = vectorRepo.getUserVectors(userIds) 

    val userVectors = rawVectors.map { (id, vec) -> 

        com.cineopt.service.aggregation.UserVector( 

            userId = id, 

            vector = vec.map { it.toDouble() }.toDoubleArray 

            ratingsCount = vectorRepo.getRatingsCount(id) 

        ) 

    } 

 

    val strategy = AggregationStrategies.byName(aggregationMethod, 

0.3)  

    val groupVector = strategy.aggregate(userVectors) 

 

    val allMovieVectors = movieRepo.getAllVectors() 

    val topN = VectorMath.findTopN( 

        queryVector = groupVector.toFloatArray(), 

        movieVectors = allMovieVectors, 

        n = 20  
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    )  

 

    val quality = VectorMath.evaluateAggregation( 

        recommendedMovies = topN.map { it.first }, 

        movieVectors = allMovieVectors, 

        memberVectors = rawVectors.values.toList() 

    ) 

 

    return GroupRecommendationsResult( 

        recommendations = topN.map { (id, score) -> 

            RecommendationDto(movie = movieRepo.findById(id), score 

= score) 

        }, 

        quality = quality.toDto() 

    ) 

} 

 

Метрики avgSat, minSat і fairnessGap обчислюються паралельно з основним 

ранжуванням і повертаються разом з кожним рекомендованим фільмом, що 

дозволяє клієнту візуалізувати їх для користувача. 

Огляд інтерфейсу мобільного клієнта 

Мобільний клієнт містить кілька ключових екранів, реалізованих засобами 

Jetpack Compose: екран автентифікації, онбординг (виставлення початкових 

оцінок), стрічка індивідуальних рекомендацій, екран створення або приєднання 

до групової сесії, екран групових рекомендацій із візуалізацією метрик, та 

сторінка деталей фільму. Знімок екрана головної стрічки індивідуальних 

рекомендацій наведено на рисунку 3.3, екрана групової сесії – на рисунку 3.4 

(повний набір знімків – у додатку). 
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Рисунок 3.3 – Знімок екрана індивідуальних рекомендацій 

 

Рисунок 3.4 – Знімок екрана групової сесії з метриками 

3.4 Тестування програмного продукту 

Розроблений програмний продукт пройшов багаторівневе тестування, що 

охопило модульну, інтеграційну та функціональну перевірку основних 

компонентів системи. Метою тестування було підтвердження коректності 

реалізації математичних моделей розділу 2, валідація поведінки серверних 
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сервісів за різних сценаріїв навантаження та перевірка відповідності мобільного 

клієнта функціональним вимогам, сформульованим у підрозділі 1.3. 

Модульне тестування 

Модульні тести охопили ключові математичні компоненти системи – 

побудову вектора фільму, інкрементальне оновлення вектора користувача, 

реалізацію косинусної схожості та п'яти стратегій агрегації. Для кожного 

компонента розроблено набір тестових випадків, що включає типові сценарії, 

граничні випадки та сценарії з потенційно проблемними вхідними даними. 

Зокрема, для стратегій агрегації перевірено такі властивості: симетричність 

стратегії середнього арифметичного щодо порядку учасників; ідемпотентність 

стратегій мінімуму та максимуму при рівних векторах; коректність нормування 

вагових коефіцієнтів у зваженій стратегії; виконання граничних випадків β = 0 та 

β = 1 у комбінованій стратегії. Усі модульні тести успішно пройшли перевірку. 

Узагальнення модульних тестів наведено в таблиці 3.3. 

 

Таблиця 3.3 – Результати модульного тестування основних компонентів 

Компонент 
Кількість 

тестів 
Пройдено 

тестів 
Покриття коду, 

% 

VectorMath (косинусна схожість та 

константи) 
7 7 100 

VectorMath (побудова та оновлення 

профілів) 
6 6 95 

VectorMath (ранжування та пошук 

топ-N) 
3 3 100 

AggregationStrategy (класичні 

стратегії) 
14 14 100 

CombinedStrategy (опукла комбінація) 5 5 100 

AggregationStrategies (реєстр та 

валідація) 
3 3 100 

Метрики якості (avgSat, minSat, 

fairnessGap) 
3 3 100 

Усього 41 41 98 
 



74 
 

 

Інтеграційне тестування 

Інтеграційні тести виконано на рівні взаємодії серверних сервісів зі 

сховищем даних. Для тестування використано окрему тестову інстанцію 

PostgreSQL із автоматичним відкатом транзакцій після кожного тесту, що 

забезпечує ізольованість тестових сценаріїв. Тести охопили такі сценарії: повний 

цикл реєстрації нового користувача, проходження онбордингу та отримання 

перших рекомендацій; послідовне виставлення, зміна та видалення оцінок з 

перевіркою коректності оновлення вектора користувача та норми; створення 

групової сесії, приєднання учасників та обчислення групових рекомендацій для 

всіх п'яти стратегій агрегації; одночасна модифікація вектора користувача з 

кількох паралельних запитів (тестування на race conditions). 

Останній сценарій виявив одну проблему на ранньому етапі розробки: за 

умови двох одночасних запитів на додавання оцінок один і той самий стан 

вектора користувача читався двічі та зберігався двічі, призводячи до втрати однієї 

з оцінок. Проблему усунуто через додавання SELECT FOR UPDATE при читанні 

стану вектора в межах однієї транзакції, що серіалізує конкурентні модифікації. 

Після виправлення повторне тестування на 100 одночасних запитах не виявило 

жодних розбіжностей між очікуваним та фактичним станом векторів. 

Функціональне тестування 

Функціональне тестування виконано на рівні мобільного клієнта з 

реальною серверною інстанцією. Складено сценарії, що відповідають дев'яти 

функціональним вимогам, сформульованим у підрозділі 1.3. Стислий перелік 

сценаріїв та їхній статус наведено в таблиці 3.4. 

Таблиця 3.4 – Функціональні сценарії та їх статус 

№ Сценарій Очікуваний результат Статус 

1 
Реєстрація нового користувача 

через Firebase 
Профіль створено, отримано JWT Успішно 

2 
Проходження онбордингу (5 

оцінок) 
Вектор користувача сформовано Успішно 
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Продовження таблиці 3.4 

№ Сценарій Очікуваний результат Статус 

3 
Отримання індивідуальних 

рекомендацій 
Список з 20 фільмів Успішно 

4 
Виставлення нової оцінки 

переглянутому фільму 
Вектор оновлено, нові рекомендації 

змінені 
Успішно 

5 Створення групової сесії Згенеровано код запрошення Успішно 

6 Приєднання до сесії за кодом 

запрошення 
Користувач у списку учасників Успішно 

7 Зміна стратегії агрегації в межах 

сесії 
Рекомендації обчислено за новою 

стратегією 
Успішно 

8 Порівняння метрик якості різних 

стратегій 
Усі стратегії виводять avgSat / 

minSat / fairnessGap 
Успішно 

9 Робота без підключення до 

Інтернету 
Коректне повідомлення про 

необхідність з'єднання 
Успішно 

Емпіричне порівняння стратегій агрегації 

Окремо проведено експеримент з порівнянням п'яти стратегій агрегації на 

тестовій групі з трьох користувачів з різнорідними вподобаннями. Перший 

учасник переважно оцінює драматичні фільми, другий – комедійні та анімаційні, 

третій – наукову фантастику. Експеримент виконано засобами окремого 

тестового модуля ExperimentRunner з автоматичним підбором початкового 

значення ГПВЧ (seed) для забезпечення відтворюваності. Для одного й того 

самого складу групи послідовно обчислено рекомендації за всіма п'ятьма 

стратегіями. Усереднені значення трьох ключових метрик за топ-20 

рекомендованих фільмів наведено в таблиці 3.5. 

Таблиця 3.5 – Результати емпіричного порівняння стратегій агрегації 

(тестова група, N = 3) 

Стратегія avgSat minSat fairnessGap Q (γ₁=0.5, γ₂=0.3, γ₃=0.2) 

Середнє арифметичне 0.62 0.43 0.34 0.57 

Мінімум 0.62 0.39 0.37 0.55 
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Продовження таблиці 3.5 

Стратегія avgSat minSat fairnessGap Q (γ₁=0.5, γ₂=0.3, γ₃=0.2) 

Максимум 0.62 0.43 0.33 0.57 

Зважене 0.61 0.37 0.36 0.54 

Комбіноване (β = 0.3) 0.62 0.46 0.28 0.59 

 

Аналіз отриманих результатів дозволяє зробити такі висновки. 

Запропонована опукла комбінована стратегія з параметром β = 0.3 досягає 

найвищого значення інтегральної метрики Q (0.59) серед усіх п'яти досліджених 

підходів. Емпіричні результати, наведені в таблиці 3.5, узгоджуються із 

загальною закономірністю, виявленою при порівнянні класичних алгоритмів 

класифікації (логістична регресія, дерево рішень, випадковий ліс) у задачах із 

розрідженими даними: моделі машинного навчання потребують значно більшої 

тренувальної вибірки для досягнення стабільної якості, ніж детерміновані 

алгебраїчні методи, обрані в цій роботі [51]. Вона демонструє найнижчий 

показник fairnessGap (0.28) – на ~18 % менше, ніж у класичного зваженого 

середнього (0.36), та водночас найвищу мінімальну задоволеність minSat (0.46) – 

на ~21 % вище, ніж у зваженої агрегації (0.37). Середня релевантність avgSat 

комбінованої стратегії при цьому залишається на рівні класичних підходів (0.62). 

Отриманий результат емпірично підтверджує гіпотезу, висунуту у підрозділі 2.3, 

про доцільність двокомпонентного підходу до задачі групових рекомендацій – 

поєднання критерію загальної релевантності та критерію справедливості до 

окремих учасників. Високий показник інтегральної метрики Q для 

запропонованої комбінованої стратегії агрегації узгоджується з раніше 

дослідженими гібридними моделями, де поєднання детермінованих правил із 

адаптивними алгоритмами оптимізації демонструє стійкість до неоднорідності 

вхідних даних — це властивість, що проявляється як у задачах розподілу 

енергоресурсів, так і в задачах балансування індивідуальних інтересів учасників 

групи [52]. Подальше дослідження поведінки запропонованої стратегії на 
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ширших та більш різноманітних групах є природним напрямом подальшої 

роботи. 

Висновки до розділу 3 

У третьому розділі описано програмну реалізацію системи колективних 

рекомендацій кінематографічного контенту, що ґрунтується на математичній 

моделі, сформованій у попередньому розділі. Підсумкові результати розділу 

полягають у такому. 

По-перше, спроєктовано та реалізовано клієнт-серверну архітектуру 

системи з трьома основними компонентами – мобільним Android-клієнтом на 

базі Jetpack Compose, серверною частиною на фреймворку Ktor та зовнішніми 

сервісами Firebase Authentication і TMDB API. У межах кожного компонента 

застосовано шаруватий підхід із чітким розподілом відповідальностей між 

шарами представлення, бізнес-логіки та даних. Усю комунікацію між клієнтом і 

сервером організовано через HTTPS з JWT-автентифікацією, що забезпечує 

безпеку транспортного рівня. 

По-друге, спроєктовано та реалізовано схему бази даних PostgreSQL із 

дванадцятьма основними таблицями, що нормалізована до третьої нормальної 

форми та підтримує всі типи сутностей предметної області. Запроваджено 

окрему таблицю user_vectors зі збереженням актуального нормалізованого 

вектора та кількості оцінок ratings_count що дозволяє реалізувати 

інкрементальне оновлення вектора користувача за константний від обсягу історії 

взаємодій час. 

По-третє, реалізовано понад двадцять API-ендпоінтів серверної частини, 

згрупованих за функціональними областями користувачів, фільмів, оцінок, 

статусів фільмів, рекомендацій, групових сесій та адміністрування. Кожен 

ендпоінт інтегровано з механізмом валідації JWT-токенів Firebase, що делегує 

найскладніші аспекти автентифікації перевіреному зовнішньому провайдеру. 

По-четверте, реалізовано всі п'ять стратегій агрегації, описаних у 

підрозділі 2.3, у вигляді взаємозамінних реалізацій спільного інтерфейсу 

AggregationStrategy. Це дозволяє користувачам груп інтерактивно перемикатися 
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між стратегіями та порівнювати їхні результати в реальному часі. Алгоритм 

обчислення групових рекомендацій додатково повертає клієнту значення метрик 

avgSat, minSat і fairnessGap для кожного фільму, що забезпечує прозорість 

роботи системи. 

По-п'яте, проведено трьохетапне тестування системи на модульному, 

інтеграційному та функціональному рівнях. Модульне тестування підтвердило 

коректність реалізації математичних компонентів із покриттям коду на рівні 92–

100% за основними модулями. Інтеграційне тестування виявило та усунуло 

проблему race condition при паралельній модифікації вектора користувача. 

Функціональне тестування підтвердило відповідність мобільного клієнта всім 

дев'яти функціональним вимогам. Емпіричне порівняння стратегій агрегації на 

тестовій групі продемонструвало перевагу запропонованого комбінованого 

підходу за інтегральною метрикою якості Q. 

Сукупно реалізована система є працездатним програмним продуктом, що 

практично втілює теоретичні моделі, сформовані в попередніх розділах. 

Подальший розвиток системи може охопити такі напрямки: розширення 

підтримки інших платформ (iOS, веб); реалізацію механізму імпорту історичних 

оцінок з зовнішніх сервісів (Letterboxd, IMDb) для прискорення онбордингу; 

впровадження стратегій агрегації методами машинного навчання; розширення 

на суміжні предметні області – телесеріали, документальні фільми, подкасти. 
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ВИСНОВКИ 

 

У межах кваліфікаційної (бакалаврської) роботи розв'язано актуальну 

прикладну задачу проєктування й розробки системи рекомендацій 

кінематографічного контенту, орієнтованої на колективний вибір. Системно 

проаналізовано предметну область, сформовано математичну модель та 

реалізовано клієнт-серверний програмний продукт CineOpt, що практично 

втілює запропоновані підходи. Підсумкові результати роботи полягають у 

такому. 

1. Систематизовано підходи до побудови рекомендаційних систем 

(виокремлено контентну, колаборативну та гібридну фільтрації). 

Охарактеризовано підклас групових систем, де ключовим етапом є 

агрегація індивідуальних профілів. Виявлено, що колективний підбір 

найчастіше властивий ситуативним групам без історії спільних взаємодій, 

що потребує підходів, стійких до проблеми «холодного старту». 

2. Здійснено порівняльний аналіз існуючих рішень (соціальних 

каталогізаторів, Match-додатків та сервісів синхронного перегляду). 

Виявлено відсутність продуктів, що поєднують формалізовану модель 

вподобань, явну стратегію агрегації та доступну реалізацію без агресивної 

монетизації. На основі цього сформульовано дев'ять функціональних 

вимог до системи. 

3. Обґрунтовано вибір технологічного стеку: мову Kotlin, фреймворк Ktor 

для API, СУБД PostgreSQL, платформу Android із декларативним 

інструментарієм Jetpack Compose, бібліотеку Retrofit, сервіс Firebase 

Authentication та API The Movie Database. 

4. Побудовано векторне представлення фільмів і користувачів у d-вимірному 

гібридному просторі ознак. Вектор вподобань формується як зважене 

середнє оцінених фільмів. Запропоновано техніку інкрементального 

оновлення вектора зі зведенням часової складності до константи та 

реалізовано процедуру онбордингу. 
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5. Обґрунтовано вибір косинусної схожості як метрики релевантності. 

Формально показано її переваги над евклідовою відстанню, коефіцієнтом 

Пірсона та індексом Жаккара у гібридному просторі ознак.  

6. Формалізовано чотири класичні стратегії агрегації (середнього 

арифметичного, мінімального незадоволення, максимального 

задоволення, зваженої) та розроблено комбінований підхід із параметром 

пом'якшення β. Усі п'ять стратегій мають обчислювальну складність O(N · 

d). 

7. Сформульовано метрики якості: середню і мінімальну задоволеність, а 

також розрив справедливості. На їх основі запропоновано комбіновану 

метрику Q(G, m) з ваговими коефіцієнтами для комплексної оцінки 

стратегій єдиним числом. 

8. Спроєктовано клієнт-серверну архітектуру. Розроблено схему БД 

PostgreSQL (дванадцять таблиць у третій нормальній формі) та понад 

двадцять API-ендпоінтів. Комунікація організована через HTTPS із 

валідацією JWT-токенів. 

9. Реалізовано продукт CineOpt. Триетапне тестування підтвердило його 

надійність: модульне (покриття 92–100%), інтеграційне (усунуто проблему 

конкурентних модифікацій) та функціональне (відповідність усім дев'яти 

вимогам). 

Розроблена система є завершеним програмним продуктом, придатним як 

для безпосереднього спільного підбору фільмів, так і як методологічна основа 

для побудови аналогічних систем у суміжних областях (туризмі, ресторанному 

обслуговуванні, корпоративному плануванні), що потребують колективного 

вибору в умовах багатокритеріальності. 

Подальші напрямки розвитку системи передбачають: розширення 

підтримки на iOS та веб-інтерфейс; реалізацію імпорту історичних оцінок із 

зовнішніх сервісів; впровадження ML-стратегій агрегації; емпіричне порівняння 

стратегій на ширшій вибірці груп; розширення предметної області на телесеріали 

та документальні фільми. 
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ДОДАТОК А 
Лістинги ключових класів серверної частини 

 
package com.cineopt.service.aggregation 
 
import java.util.UUID 
 
/** 
 * Інтерфейс стратегії агрегації індивідуальних векторів 

уподобань. 
 */ 
interface AggregationStrategy { 
    fun aggregate( 
        userVectors: List<UserVector>, 
        weights: List<Double>? = null 
    ): DoubleArray 
} 
 
/** 
 * Доменна модель вектора користувача. 
 */ 
data class UserVector( 
    val userId: UUID, 
    val vector: DoubleArray, 
    val ratingsCount: Int = 0 
) 
 

 
Лістинг В.1 – Інтерфейс AggregationStrategy та модель UserVector 

 
/** 
 * Стратегія мінімального незадоволення (Least Misery). 
 */ 
class LeastMiseryStrategy : AggregationStrategy { 
    override fun aggregate(userVectors: List<UserVector>, 

weights: List<Double>?): DoubleArray { 
        require(userVectors.isNotEmpty()) { "Cannot aggregate 

empty list" } 
         
        val dim = userVectors.first().vector.size  
        val result = DoubleArray(dim) { Double.MAX_VALUE }  
         
        for (user in userVectors) { 
            for (i in 0 until dim) { 
                if (user.vector[i] < result[i]) result[i] = 

user.vector[i] 
            } 
        } 
        return result 
    } 
} 
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/** 
 * Комбінована стратегія (опукла комбінація). 
 * Формула: p_G = β · p_min + (1 - β) · p_wgt. 
 */ 
class CombinedStrategy(private val beta: Double = 0.3) : 

AggregationStrategy { 
    init { require(beta in 0.0..1.0) } 
     
    override fun aggregate(userVectors: List<UserVector>, 

weights: List<Double>?): DoubleArray { 
        val minVec = LeastMiseryStrategy().aggregate(userVectors) 
        val wgtVec = WeightedStrategy().aggregate(userVectors, 

weights) 
        return DoubleArray(minVec.size) { i -> 
            beta * minVec[i] + (1 - beta) * wgtVec[i] 
        } 
    } 
} 
 

 
Лістинг В.2 – Реалізація стратегій агрегації (фрагменти) 

 
package com.cineopt.service.aggregation 
 
/** 
 * Реєстр стратегій з мапою назва → реалізація. 
 * Дозволяє динамічно обирати алгоритм агрегації для сесії. 
 */ 
object AggregationStrategies { 
    const val AVERAGE  = "average" 
    const val MINIMUM  = "minimum" 
    const val MAXIMUM  = "maximum" 
    const val WEIGHTED = "weighted" 
    const val COMBINED = "combined" 
 
    val VALID_METHODS = setOf(AVERAGE, MINIMUM, MAXIMUM, 

WEIGHTED, COMBINED) 
 
    fun byName(method: String, beta: Double = 0.3): 

AggregationStrategy = when (method) { 
        AVERAGE  -> AverageStrategy() 
        MINIMUM  -> LeastMiseryStrategy() 
        MAXIMUM  -> MostPleasureStrategy() 
        WEIGHTED -> WeightedStrategy() 
        COMBINED -> CombinedStrategy(beta) 
        else     -> AverageStrategy() // Безпечне значення за 

замовчуванням 
    } 
} 
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Лістинг В.3 – Реєстр стратегій AggregationStrategies 
 

object VectorMath { 
    const val VECTOR_DIM = 50 
    const val RATING_SCALE_MAX = 10.0 
 
    fun cosineSimilarity(a: FloatArray, b: FloatArray): Double { 
        require(a.size == b.size) 
        var dot = 0.0; var nA = 0.0; var nB = 0.0 
        for (i in a.indices) { 
            dot += a[i] * b[i] 
            nA += a[i] * a[i]; nB += b[i] * b[i] 
        } 
        val denom = Math.sqrt(nA) * Math.sqrt(nB) 
        return if (denom < 1e-10) 0.0 else dot / denom 
    } 
 
    fun evaluateAggregation( 
        recommendedMovies: List<Int>, 
        movieVectors: Map<Int, FloatArray>, 
        memberVectors: List<FloatArray> 
    ): AggregationQuality { 
        val memberScores = memberVectors.map { mVec -> 
            recommendedMovies.mapNotNull { mId -> 
                movieVectors[mId]?.let { cosineSimilarity(mVec, 

it) } 
            }.average() 
        } 
        return AggregationQuality( 
            averageGroupScore = memberScores.average(), 
            minMemberScore = memberScores.minOrNull() ?: 0.0, 
            fairnessGap = (memberScores.maxOrNull() ?: 0.0) - 

(memberScores.minOrNull() ?: 0.0) 
        ) 
    } 
} 
 

 
Лістинг В.4 – Математичні утиліти VectorMath (фрагменти) 

 
 
/** 
 * Реалізація формули (2.7) дипломної роботи. 
 */ 
fun incrementalUpdate( 
    oldVector: FloatArray, 
    oldCount: Int, 
    newMovieVec: FloatArray, 
    newRating: Double 
): FloatArray { 
    val result = FloatArray(VECTOR_DIM) 
    val newWeight = newRating / RATING_SCALE_MAX 
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    val denom = oldCount + newWeight 
     
    for (i in 0 until VECTOR_DIM) { 
        result[i] = ((oldVector[i] * oldCount + newMovieVec[i] * 

newWeight) / denom).toFloat() 
    } 
    return result 
} 
 

 
Лістинг В.5 – Метод інкрементального оновлення вектора 

 
 
package com.cineopt.service 
 
import com.cineopt.data.repository.* 
import com.cineopt.service.aggregation.* 
import java.util.UUID 
 
class RecommendationService( 
    private val movieRepo: MovieRepository = MovieRepository(), 
    private val vectorRepo: VectorRepository = VectorRepository() 
) { 
    /** 
     * Формування групової рекомендації. 
     * Реалізує логіку завантаження профілів, агрегації та оцінки 

якості. 
     */ 
    fun getGroupRecommendations( 
        userIds: List<UUID>, 
        aggregationMethod: String 
    ): GroupRecommendationsResult { 
        // 1. Завантаження індивідуальних векторів учасників 
        val rawVectors = vectorRepo.getUserVectors(userIds) 
        val userVectors = rawVectors.map { (id, vec) -> 
            UserVector( 
                userId = id, 
                vector = vec.map { it.toDouble() 

}.toDoubleArray(), 
                ratingsCount = vectorRepo.getRatingsCount(id) 
            ) 
        } 
 
        // 2. Агрегація через обрану стратегію 
        val strategy = 

AggregationStrategies.byName(aggregationMethod, 0.3) 
        val groupVector = strategy.aggregate(userVectors) 
 
        // 3. Ранжування каталогу (Top-20) 
        val allMovieVectors = movieRepo.getAllVectors() 
        val topN = VectorMath.findTopN( 
            queryVector = groupVector, 
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            movieVectors = allMovieVectors, 
            n = 20 
        ) 
 
        // 4. Розрахунок метрик якості агрегації 
        val quality = VectorMath.evaluateAggregation( 
            recommendedMovies = topN.map { it.first }, 
            movieVectors = allMovieVectors, 
            memberVectors = rawVectors.values.toList() 
        ) 
 
        return GroupRecommendationsResult( 
            recommendations = topN.map { (id, score) -> 
                RecommendationDto(movie = movieRepo.findById(id), 

score = score) 
            }, 
            quality = quality.toDto() 
        ) 
    } 
} 
 

 
Лістинг В.6 – Сервіс рекомендацій RecommendationService 

 
 
fun Route.sessionRoutes() { 
    val sessionRepo = SessionRepository() 
    val recService = RecommendationService() 
 
    route("/sessions") { 
        authenticate("auth-jwt") { 
            // Створення нової сесії 
            post { 
                val user = call.principal<AuthenticatedUser>()!! 
                val request = 

call.receive<CreateSessionRequest>() 
                val newSession = sessionRepo.create( 
                    hostId = user.id, 
                    method = request.aggregationMethod 
                ) 
                call.respond(HttpStatusCode.Created, newSession) 
            } 
 
            // Приєднання до сесії за кодом 
            post("/{code}/join") { 
                val user = call.principal<AuthenticatedUser>()!! 
                val code = call.parameters["code"] ?: throw 

BadRequestException("Missing code") 
                val session = sessionRepo.findByCode(code) ?: 

throw NotFoundException("Session not found") 
                 
                sessionRepo.addMember(session.id, user.id) 
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                call.respond(HttpStatusCode.OK, mapOf("status" to 

"joined")) 
            } 
        } 
    } 
} 
 

 
Лістинг В.7 – HTTP-маршрути керування сесіями (Ktor) 

 
 
class AggregationStrategyTest { 
    private val dim = 50 
 
    @Test 
    fun `Combined with beta zero equals Weighted strategy`() { 
        // При β = 0: combined = 0 * min + 1 * weighted = 

weighted 
        val v1 = doubleArrayOf(0.8, 0.2, 0.6) 
        val v2 = doubleArrayOf(0.3, 0.7, 0.5) 
        val users = listOf(makeUser(v1, 10), makeUser(v2, 20)) 
         
        val expected = WeightedStrategy().aggregate(users) 
        val actual = CombinedStrategy(beta = 

0.0).aggregate(users) 
         
        assertVectorsEqual(expected, actual) 
    } 
 
    @Test 
    fun `Combined with beta one equals LeastMisery strategy`() { 
        // При β = 1: combined = 1 * min + 0 * weighted = min 
        val v1 = doubleArrayOf(0.8, 0.2, 0.6) 
        val v2 = doubleArrayOf(0.3, 0.7, 0.5) 
        val users = listOf(makeUser(v1), makeUser(v2)) 
         
        val expected = LeastMiseryStrategy().aggregate(users) 
        val actual = CombinedStrategy(beta = 

1.0).aggregate(users) 
         
        assertVectorsEqual(expected, actual) 
    } 
} 

 
Лістинг В.8 – Модульний тест CombinedStrategy 
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ДОДАТОК Б 
Лістинги ключових компонентів мобільного клієнта 

 
package com.cineopt.data.remote.api 
 
import com.cineopt.data.remote.dto.* 
import retrofit2.Response 
import retrofit2.http.* 
 
/** 
 * Опис REST API серверної частини для бібліотеки Retrofit. 
 */ 
interface CineOptApi { 
    // Рекомендації та оцінки 
    @GET("/recommendations") 
    suspend fun getRecommendations(): 

Response<RecommendationsResponse> 
 
    @POST("/ratings") 
    suspend fun rateMovie(@Body request: RateMovieRequest): 

Response<StatusResponse> 
 
    // Управління груповими сесіями 
    @POST("/sessions") 
    suspend fun createSession(@Body request: 

CreateSessionRequest): Response<SessionDto> 
 
    @POST("/sessions/{code}/join") 
    suspend fun joinSession(@Path("code") code: String): 

Response<StatusResponse> 
 
    @GET("/sessions/{code}") 
    suspend fun getSession(@Path("code") code: String): 

Response<SessionDto> 
 
    @POST("/sessions/{code}/recalculate") 
    suspend fun recalculate( 
        @Path("code") code: String,  
        @Body request: RecalculateRequest 
    ): Response<SessionDto> 
} 

 
Лістинг Г.1 – Інтерфейс CineOptApi (Retrofit) 

 
package com.cineopt.presentation.group 
 
import androidx.compose.foundation.background 
import androidx.compose.foundation.layout.* 
import androidx.compose.material.icons.Icons 
import androidx.compose.material.icons.outlined.Balance 
import androidx.compose.material3.* 
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import androidx.compose.runtime.Composable 
import androidx.compose.ui.Alignment 
import androidx.compose.ui.Modifier 
import androidx.compose.ui.graphics.Color 
import androidx.compose.ui.text.font.FontWeight 
import androidx.compose.ui.unit.dp 
import com.cineopt.data.remote.dto.AggregationQualityDto 
 
/** 
 * Картка з метриками якості агрегації (Phase 3B). 
 * Реалізує візуалізацію результатів оцінки за метриками avgSat, 

minSat та fairnessGap. 
 */ 
@Composable 
fun QualityMetricsCard(quality: AggregationQualityDto) { 
    Card( 
        modifier = Modifier.fillMaxWidth(), 
        colors = CardDefaults.cardColors( 
            containerColor = 

MaterialTheme.colorScheme.surfaceVariant.copy(alpha = 0.5f) 
        ) 
    ) { 
        Column(modifier = Modifier.padding(16.dp)) { 
            Row(verticalAlignment = Alignment.CenterVertically) { 
                Icon( 
                    imageVector = Icons.Outlined.Balance, 
                    contentDescription = null, 
                    tint = MaterialTheme.colorScheme.primary, 
                    modifier = Modifier.size(20.dp) 
                ) 
                Spacer(modifier = Modifier.width(8.dp)) 
                Text(text = "Якість підбору", style = 

MaterialTheme.typography.titleSmall) 
            } 
            Spacer(modifier = Modifier.height(16.dp)) 
            Row( 
                modifier = Modifier.fillMaxWidth(), 
                horizontalArrangement = Arrangement.SpaceAround 
            ) { 
                MetricBox(label = "Середня", value = 

quality.avgSat, hint = "avgSat") 
                MetricBox(label = "Справедлива", value = 

quality.minSat, hint = "minSat") 
                MetricBox(label = "Розрив", value = 

quality.fairnessGap, isFairness = true, hint = "gap") 
            } 
        } 
    } 
} 
 
/** 
 * Візуальний блок окремої метрики з кольоровою індикацією стану. 
 */ 
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@Composable 
private fun MetricBox(label: String, value: Double, isFairness: 

Boolean = false, hint: String) { 
    val color = when { 
        isFairness && value <= 0.2 -> Color(0xFF2E7D32) // 

Зелений (добре) 
        isFairness && value <= 0.5 -> Color(0xFFEF6C00) // Жовтий 
        isFairness -> Color(0xFFC62828)                 // 

Червоний 
        value >= 0.7 -> Color(0xFF2E7D32) 
        value >= 0.4 -> Color(0xFFEF6C00) 
        else -> Color(0xFFC62828) 
    } 
 
    Column(horizontalAlignment = Alignment.CenterHorizontally) { 
        Box( 
            modifier = Modifier 
                .size(56.dp) 
                .background(color.copy(alpha = 0.15f), 

MaterialTheme.shapes.extraLarge), 
            contentAlignment = Alignment.Center 
        ) { 
            Text( 
                text = "%.2f".format(value), 
                color = color, 
                style = MaterialTheme.typography.titleMedium, 
                fontWeight = FontWeight.Bold 
            ) 
        } 
        Text(text = label, style = 

MaterialTheme.typography.labelMedium) 
        Text(text = hint, style = 

MaterialTheme.typography.labelSmall,  
             color = MaterialTheme.colorScheme.onSurfaceVariant) 
    } 
} 

 
Лістинг Г.2 – Композиційна функція GroupResultScreen та метрики якості 

 
package com.cineopt.presentation.recommendations 
 
import androidx.lifecycle.ViewModel 
import androidx.lifecycle.viewModelScope 
import com.cineopt.data.repository.RecommendationRepository 
import com.cineopt.util.ApiResult 
import dagger.hilt.android.lifecycle.HiltViewModel 
import kotlinx.coroutines.flow.* 
import kotlinx.coroutines.launch 
import javax.inject.Inject 
 
/** 
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 * Логіка завантаження та відображення персоналізованих 

рекомендацій. 
 */ 
@HiltViewModel 
class RecommendationsViewModel @Inject constructor( 
    private val repository: RecommendationRepository 
) : ViewModel() { 
 
    private val _uiState = 

MutableStateFlow(RecommendationsUiState()) 
    val uiState = _uiState.asStateFlow() 
 
    fun loadRecommendations() { 
        viewModelScope.launch { 
            _uiState.update { it.copy(isLoading = true) } 
            when (val result = repository.getRecommendations()) { 
                is ApiResult.Success -> _uiState.update {  
                    it.copy( 
                        recommendations = 

result.data.recommendations, 
                        vectorReady = result.data.vectorReady, 
                        isLoading = false 
                    ) 
                } 
                is ApiResult.Error -> _uiState.update {  
                    it.copy(errorMessage = result.message, 

isLoading = false)  
                } 
            } 
        } 
    } 
} 

 
Лістинг Г.3 – ViewModel екрана індивідуальних рекомендацій 

 
package com.cineopt.presentation.common 
 
import androidx.compose.foundation.gestures.detectTapGestures 
import androidx.compose.foundation.layout.* 
import androidx.compose.material.icons.Icons 
import 

androidx.compose.material.icons.automirrored.filled.StarHalf 
import androidx.compose.material.icons.filled.Star 
import androidx.compose.material.icons.outlined.StarOutline 
import androidx.compose.material3.* 
import androidx.compose.runtime.* 
import androidx.compose.ui.Alignment 
import androidx.compose.ui.Modifier 
import androidx.compose.ui.input.pointer.pointerInput 
import androidx.compose.ui.unit.dp 
 
/** 
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 * Діалог оцінки фільму  
 * Підтримує 10 рівнів (1.0-10.0) через вибір половин зірок. 
 */ 
@Composable 
fun RatingDialog( 
    currentRating: Double?, 
    movieTitle: String, 
    onConfirm: (Double) -> Unit, 
    onDismiss: () -> Unit 
) { 
    var tenScaleRating by remember { mutableStateOf(currentRating 

?: 0.0) } 
 
    AlertDialog( 
        onDismissRequest = onDismiss, 
        title = { Text(text = "Оцінити $movieTitle") }, 
        text = { 
            Row( 
                modifier = Modifier.fillMaxWidth(), 
                horizontalArrangement = Arrangement.Center 
            ) { 
                for (starIndex in 1..5) { 
                    StarButton( 
                        starIndex = starIndex, 
                        rating = tenScaleRating, 
                        onTapHalf = { 
                            val new = (starIndex - 1) * 2.0 + 1.0 
                            tenScaleRating = if (tenScaleRating 

== new) 0.0 else new 
                        }, 
                        onTapFull = { 
                            val new = starIndex * 2.0 
                            tenScaleRating = if (tenScaleRating 

== new) 0.0 else new 
                        } 
                    ) 
                } 
            } 
        }, 
        confirmButton = { 
            Button(onClick = { onConfirm(tenScaleRating) }) { 

Text("Зберегти") } 
        } 
    ) 
} 
 
@Composable 
private fun StarButton(starIndex: Int, rating: Double, onTapHalf: 

() -> Unit, onTapFull: () -> Unit) { 
    val starValue = starIndex * 2.0 
    val halfValue = starValue - 1.0 
     
    val icon = when { 
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        rating >= starValue -> Icons.Filled.Star 
        rating >= halfValue -> Icons.AutoMirrored.Filled.StarHalf 
        else -> Icons.Outlined.StarOutline 
    } 
 
    Box( 
        modifier = Modifier 
            .size(48.dp) 
            .pointerInput(Unit) { 
                detectTapGestures { offset -> 
                    if (offset.x < size.width / 2f) onTapHalf() 

else onTapFull() 
                } 
            }, 
        contentAlignment = Alignment.Center 
    ) { 
        Icon( 
            imageVector = icon, 
            contentDescription = null, 
            modifier = Modifier.size(36.dp), 
            tint = MaterialTheme.colorScheme.primary 
        ) 
    } 
} 

 
Лістинг Г.4 – Діалог оцінювання з підтримкою пів-зірок 
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ДОДАТОК В 
Структура бази даних 

 
-- Користувачі та їхні вектори вподобань 
CREATE TABLE users ( 
    id UUID PRIMARY KEY DEFAULT gen_random_uuid(), 
    firebase_uid VARCHAR(128) UNIQUE NOT NULL, 
    display_name VARCHAR(255) NOT NULL, 
    share_code VARCHAR(8) UNIQUE NOT NULL, 
    birth_date DATE, 
    created_at TIMESTAMP DEFAULT CURRENT_TIMESTAMP 
); 
 
CREATE TABLE user_vectors ( 
    user_id UUID PRIMARY KEY REFERENCES users(id), 
    vector TEXT NOT NULL, -- Масив Float[4] у форматі JSON 
    ratings_count INTEGER DEFAULT 0, 
    updated_at TIMESTAMP DEFAULT CURRENT_TIMESTAMP 
); 
 
-- Оцінки фільмів 
CREATE TABLE user_ratings ( 
    user_id UUID REFERENCES users(id), 
    movie_id INTEGER NOT NULL, 
    rating DECIMAL(3,1) CHECK (rating >= 1.0 AND rating <= 10.0), 
    created_at TIMESTAMP DEFAULT CURRENT_TIMESTAMP, 
    PRIMARY KEY (user_id, movie_id) 
); 
 
-- Групові сесії (Phase 3B) 
CREATE TABLE group_sessions ( 
    id UUID PRIMARY KEY DEFAULT gen_random_uuid(), 
    code VARCHAR(8) UNIQUE NOT NULL, 
    status VARCHAR(20) DEFAULT 'waiting', 
    aggregation_method VARCHAR(20) DEFAULT 'average', 
    created_at TIMESTAMP DEFAULT CURRENT_TIMESTAMP, 
    expires_at TIMESTAMP NOT NULL 
); 
 
CREATE TABLE session_members ( 
    session_id UUID REFERENCES group_sessions(id), 
    user_id UUID REFERENCES users(id), 
    joined_at TIMESTAMP DEFAULT CURRENT_TIMESTAMP, 
    PRIMARY KEY (session_id, user_id) 
); 
 
-- Індекси для оптимізації пошуку 
CREATE INDEX idx_users_firebase_uid ON users(firebase_uid); 
CREATE INDEX idx_sessions_code ON group_sessions(code); 

 
Лістинг Д.1 – SQL-скрипт ініціалізації БД (PostgreSQL) 
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ДОДАТОК Г 
Знімки екранів мобільного застосунку 

Е.1 – Екран автентифікації (Google Sign-In) 

 
Рисунок Е.1 – Екран автентифікації 

 
Е.2 – Екран онбордингу (виставлення початкових оцінок) 

 
Рисунок Е.2 – Екран онбордингу 
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Е.3 – Головна стрічка індивідуальних рекомендацій 

 
Рисунок Е.3 – Головна стрічка індивідуальних рекомендацій 

 
Е.4 – Сторінка деталей фільму (постер, опис, оцінка) 

 
Рисунок Е.4 – Сторінка деталей фільму 
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Е.5 – Екран створення сесії з кодом запрошення 

 
Рисунок Е.5 – Екран створення сесії з кодом запрошення 

 
Е.6 – Екран приєднання до сесії 
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Рисунок Е.6 – Екран приєднання до сесії 
 

Е.7 – Екран списку учасників сесії групових рекомендацій 

 
Рисунок Е.7 – Екран списку учасників сесії і групових рекомендацій з 

QualityMetricsCard 
 

Е.8 – Екран зі списком "Подивитись пізніше" (watchlist) 
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Рисунок Е.8 – Екран зі списком "Подивитись пізніше" (watchlist) 
 

Е.9 – Особистий кабінет / профіль 

  
Рисунок Е.9 – Особистий кабінет / профіль 


